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ÖZET 

Topluluk Öğrenme Yöntemleri ile Renal Hücreli Karsinom’un Tahmin Edilmesi 

 

Amaç: Bu çalıĢmada farklı makine öğrenme yöntemlerinin birleĢtirilmesi ile 

elde edilen topluluk öğrenme yöntemleri ile renal hücreli karsinom hastalığının tahmin 

edilmesi amaçlanmıĢtır. Renal hücreli karsinomların sınıflandırılmasında, farklı 

sınıflayıcılar ve birleĢtirme teknikleri, topluluk öğrenme yöntemlerine uygulanarak en 

yüksek sınıflandırma performansını sağlayan topluluk öğrenme modelinin oluĢturulması 

amaçlanmıĢtır. 

Materyal ve Metot: ÇalıĢmanın veri seti, KahramanmaraĢ Sütçü Ġmam 

Üniversitesi, Sağlık Uygulama ve AraĢtırma Hastanesi Üroloji Kliniği‟ne gelen 

hastaların verilerinden retrospektif olarak elde edilmiĢtir. ÇalıĢmanın örneklemi 140 

renal hücreli karsinom hastası ve 140 renal hücreli karsinomu olmayan toplam 280 

hastadan oluĢmaktadır. Veri setinde hemogram ve laboratuar bulgularından oluĢan 28 

bağımsız ve bir bağımlı değiĢken yer almaktadır. Renal hücreli karsinomların tahmin 

edilmesinde boosting (artırma), bagging (torbalama), voting (oylama) ve stacking 

(istifleme) topluluk öğrenme yöntemi uygulanmıĢtır. Topluluk öğrenme yöntemlerinde, 

IB1, IBk, KStar, LWL, Random Forest, REPTree ve SMO sınıflayıcıları kullanılmıĢtır. 

Bulgular: Renal hücreli karsinomların tahmin edilmesinde en yüksek sınıflama 

performansı stacking topluluk öğrenme yönteminde IB1, IBk, KStar, LWL, Random 

Forest ve REPTree sınıflayıcılarının birleĢtirilmesinden oluĢan model sağlamıĢtır. 

Modelin sınıflandırma performans ölçütleri sırasıyla doğruluk değeri 0.906, duyarlılık 

değeri 0.906, kesinlik değeri 0.906, özgüllük değeri 0.910 ve AUC değeri 0.944 olarak 

elde edilmiĢtir. 

Sonuç: Renal hücreli karsinomların tahmin edilmesinde topluluk öğrenme 

yöntemleri baĢarılı sınıflandırma gerçekleĢtirmiĢtir. Renal hücreli karsinomları en 

yüksek performans ile sınıflandıran topluluk yöntemi stacking topluluk öğrenme 

yöntemi olmuĢtur. Stacking topluluk öğrenme yönteminin tıbbi verilerde bilgi keĢfi 

sürecinde uygulanması baĢarılı sonuçlar vermektedir. Topluluk öğrenme yöntemlerinde, 

birleĢtirme tekniklerinin geliĢtirilmesi ve uygun sınıflayıcıların modele dahil edilmesi, 

sınıflama performansını artıracaktır. 

Anahtar Kelimeler: Makine öğrenme yöntemleri, sınıflayıcılar, renal hücreli 

karsinom, tıbbi bilgi keĢfi, stacking topluluk öğrenme yöntemi, yapay zeka.  
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ABSTRACT 

Ensemble Learning Methods based Prediction of Renal Cell Carcinoma 

 

Objective: The aim of this research was to predict RCC disease by using 

ensemble learning methods obtained by combining different machine learning methods. 

It was aimed to create an ensemble learning model that provides the highest 

classification performance by applying different classifiers and combination of 

techniques to ensemble learning methods in the classification of RCC. 

Material and Methods: The data set was obtained retrospectively from Urology 

Clinic of KSU, Health Practice-Research Hospital. The sample size consisted of 280 

patients. The data set includes 28 predictors and one dependent variable. In the 

prediction of RCC ensemble learning methods of boosting, bagging, voting and stacking 

were applied. In the ensemble learning methods, IB1, IBk, KStar, LWL, random forest, 

REPTree and SMO classifiers were used. 

Results: The model combining IB1, IBk, KStar, LWL, random forest and 

REPTree classifiers provided the highest classification performance in predicting RCC 

in the stacking ensemble learning method. The classification performance criteria of the 

model were obtained as: accuracy value 0.906, sensitivity value 0.906, precision value 

0.906, specificity value  0.910 and AUC value  0.944. 

Conclusion: Ensemble learning methods have been successful in predicting 

RCC. The ensemble method that classifies RCC with the highest performance has been 

the Stacking ensemble learning method. The implementation of the stacking ensemble 

learning method in the process of knowledge discovery in medical data yields 

successful results. In ensemble learning methods, the development of combination of 

techniques and the inclusion of appropriate classifiers in the model will improve 

classification performance. 

Key Words: Artificial intelligence, classifier, machine learning, medical 

knowledge discovery, renal cell carcinoma, stacking ensemble learning methods.  
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Adaboost :Adaptive boosting 

AUC :Eğri altında kalan alan 

ALT :Alanin aminotransferaz 
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Hb :Hemoglobin 

Hct :Hemotoktrit 

IB1 :En yakın komĢu sınıflayıcısı 

IBk :K-en yakın komĢu sınıflayıcısı 

KStar :Örnek tabanlı sınıflayıcı 
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SS :Standart sapma 
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1 

 

1.GĠRĠġ 

 

Renal hücreli karsinom, böbrek korteksinden kaynaklanan ve böbrek 

tübülüslerinin iç yüzeyinden baĢlayarak büyüyen bir malignite tümör türüdür (1). Renal 

hücreli karsinom, tüm kanser türlerinin yaklaĢık %2-3‟ünü oluĢturmaktadır. Son yıllarda 

renal hücreli karsinomların görülme hızı artıĢ göstermektedir. Hastalığın artıĢ insidansı 

yaklaĢık %2 oranındadır (2). Hastalığın dünyadaki insidansı 4.4 (yüzbinde), kümülatif 

riski 0.51 (yüzbinde) olarak belirlenmiĢtir. Hastalığın Türkiye‟deki mortalitesi 4.7 

(yüzbinde) olarak belirlenmiĢtir (3). Böbrek malignitelerinin yaklaĢık %85‟ini oluĢturan 

renal hücreli karsinomlar, genitoüriner hastalıklar arasında görülme sıklığı bakımından 

3. sıradadır (1). Renal hücreli karsinomun etiyolojisinde birincil risk faktörü sigara 

kullanımı olarak bilinmektedir (4). Sigara kullanımının yanısıra, obezite, hipertansiyon, 

diyabet, böbrek taĢları, kimyasal maruziyet, aile geçmiĢi ve böbrek travmaları renal 

hücreli karsinom riskini artıran diğer etiyolojik faktörler olarak sıralanmaktadır (1, 5, 6). 

Renal hücreli karsinomların sınıflandırılmasında güncel olarak Dünya Sağlık 

Örgütü‟nün 2016 yılında yenilemiĢ olduğu liste dikkate alınmaktadır. Berrak renal 

hücreli karsinomlar, en sık gözlenen renal hücreli karsinom türüdür. Berrak renal 

hücreli karsinomlar tüm renal hücreli karsinomların yaklaĢık %75‟ini oluĢturmaktadır. 

Papiller renal hücreli karsinomlar, berrak renal hücreli karsinomlardan sonra en çok 

gözlenen diğer bir karsinom türüdür. Gözlenme sıklığı açısından papiller renal hücreli 

karsinomu kromofob renal hücreli karsinomlar takip etmektedir (2). 

Renal hücreli karsinomların evrelendirilmesinde tümör nodül metastaz (TNM) 

sistemi uygulanmaktadır. TNM sistemine göre evrelendirmede daha önceki dönemlerde 

farklı TNM evreleri kullanılmaktadır. En son kullanılan TNM evrelendirme sisteminde 

2017 yılında değiĢikliğe gidilmiĢtir. Güncel olarak uygulanan evrelendirme, 2017 yılı 

TNM evrelendirmesidir. Primer tümörün tutulumu (TX, T0, T1a, T1b, T2a, T2b, T3a, 

T3b, T3c, T4), bölgesel lenf nodülleri (NX, N0, N1) ve uzak metastaz (M0, M1) 

geliĢimine göre evrelendirme gerçekleĢtirilmektedir. Evre 1 aĢamasında (T1, N0, M0) 

tümör çapı 7 cm‟nin altında ve böbrek ile sınırlıdır. Herhangi lenf tutulumu veya uzak 

metastaz geliĢmemiĢtir. Evre 2 aĢamasında (T2, N0, M0) tümörün çapı 7 cm‟yi aĢmıĢtır 

ve böbrek ile sınırlıdır. Herhangi bir lenf tutulumu ve uzak metastaz yoktur. Evre 3 

aĢamasında tümör ana vene ve perirenal dokuya yayılmıĢ olabilir veya lenf nodüllerinde 

tutulum gözlenebilmektedir. Evre 4 aĢamasında ise tümör gerota faysasının dıĢına 
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yayılmıĢ olabilir, lenf nodu tutulumu gerçekleĢebilir veya uzak metastaz 

gerçekleĢebilmektedir (2, 7, 8). 

Renal hücreli karsinomlar uzak organlara metastaz eğilimindedirler. En sık 

görülen metastaz akciğerlerdedir. Akciğeri sırasıyla, karaciğer, kemik ve beyin takip 

etmektedir (9). 

Renal hücreli karsinomlar, ilerleyen evrelerde dahi asemptomatik 

seyretmektedir. Bu nedenle hastalığın tanısı çoğunlukla ileri evrelerde 

gerçekleĢmektedir. Böbrek bölgesi ile yan bölgelerde ağrılar, hematüri ve kitle, renal 

hücreli karsinom hastalarında ilk gözlenen belirtilerdir. Kilo kaybı, yüksek ateĢ, 

terleme, halsizlik gibi belirtilerin gözlenebildiği renal hücreli karsinomlarda metastaz 

geliĢen ve tutulum gösteren organlara iliĢkin Ģikayetler de gözlenebilmektedir (10-13). 

Renal hücreli karsinomun tedavideki baĢarısı erken tanı ile artmaktadır. Renal 

hücreli karsinomların fiziki muayene ile erken tanı konma olasılığı düĢüktür. Fiziki 

muayene sırasında el ile hissedilen kitle, lenfadenopati, ödem ve varikosel varlığı 

sonrasında radyolojik muayene, renal hücreli karsinomların tanısında gerekli 

uygulamalardır (2). 

Renal hücreli karsinomların tanısında laboratuar parametreleri oldukça 

önemlidir. Ġdrar analizleri, serum kreatinin, karaciğer fonksiyon testleri, hemoglobin, 

koagulasyon testleri, laktat dehidrogenaz, gromerüler filtrasyon oranı renal hücreli 

karsinomun ön tanısında yaygın olarak kullanılan laboratuar testleridir (2,14). 

Laboratuar testlerinden elde edilen hemogram ve biyokimyasal değerler hastalığın ön 

tanısında bilgi sağlarken, kesin tanı ultrasonografik ve bilgisayarlı tomografi görüntüleri 

ile alınabilmektedir. Tümörlerin karakterize edilmesinde MRG (manyetik rezonans 

görüntüleme) ve BT (bilgisayarlı tomografi) daha çok tercih edilen görüntüleme 

teknikleridir. Ġleri boyuttaki malignitelerin belirlenmesinde manyetik rezonans 

görüntüleme daha baĢarılıdır. Renal hücreli karsinomların evrelendirilmesinde yine 

manyetik rezonans görüntüleme daha çok tercih edilmektedir (2,15). Hastalığın 

metastatik durumu söz konusu olduğunda bilgisayarlı tomografi çoğunlukla tercih 

edilmektedir. Takipli hastalarda bir diğer tanı yöntem renal biyopsidir. Her tedavi 

planında renal biyopsi gerekmemesine karĢın, metastatik hastalarda tedavinin 

planlanması için genellikle istenmektedir (2,16). 

Renal hücreli karsinomların tedavisinde en sık uygulanan tedavi yöntemi cerrahi 

yöntemlerdir. Metastaz geliĢmemiĢ vakalarda en sık uygulanan tedavi yöntemi parsiyel 

veya total nefrektomidir. Metastaz geliĢen renal hücreli karsinomlarda nefrektominin 
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yanısıra farklı tedavi yöntemlerininde içerisinde bulunduğu kombine tedaviler 

uygulanabilmektedir. Renal hücreli karsinomların birçok antikanser ilaçlarına karĢı 

dirençli olması uygulanacak tedavi yöntemlerini sınırlandırmaktadır (13,17). Uygulanan 

tedavi, hastalığın evresine, metastaz durumuna, prognostik faktörlere, hastalığın 

histolojik ve klinik özelliklerine göre değiĢiklik gösterebilmektedir (2). 

 Kanser hastalıklarının erken teĢhis edilmesi, tedavideki baĢarı oranını 

artırmaktadır. Aynı zamanda sağkalım sürelerinde önemli artıĢlar sağlanmasına ve tam 

kür elde edilebilmesine olanak tanımaktadır. Teknolojinin ilerlemesi ile görüntüleme 

tekniklerinde ciddi geliĢmeler sağlanması, hastalıkların teĢhisi için önemli bir aĢama 

kaydedilmesini sağlamıĢtır. Sağlık alanında teknolojinin geliĢtiği bir diğer alan ise 

yapay zeka ve makine öğrenme olmuĢtur.  

Makine öğrenme yöntemleri, hastalıkların teĢhisinde ve klinik karar destek 

sistemlerinde son yıllarda kullanılan teknolojilerden biridir. Sağlık alanında geniĢ bir 

uygulama sahası bulan makine öğrenme, genetik hastalıkların belirlenmesinde, kanser 

hastalıklarının erken teĢhisinde, tıbbi görüntülemede örüntülerin tanımlanmasında, hasta 

takip ve teletıp gibi yapay zeka uygulamalarının temel altyapısını oluĢturmaktadır.  

Makine öğrenme yöntemleri, veri yığınındaki örüntüyü öğrenerek sınıflandırma 

ve çıkarım gerçekleĢtirmektedir. Makine öğrenme son yıllarda hızlı bir geliĢme 

göstermiĢtir. Makine öğrenmenin bu denli hızlı geliĢme göstermesi, bilgisayar ve 

internet ortamında veri yığınlarının hızla artması ile bu verilerden bilgi çıkarımı 

yapabilecek istatistiksel algoritmaların geliĢtirilmesine bağlı olmuĢtur.  Ġnternet 

ortamında ve veri tabanlarında artan veri yığınları, bu verilerin iĢlenmesi ve bilgi 

sağlanması ihtiyacını doğurmuĢtur.  

Veri yığınlarından çıkarım yapılmasını ve bilgi üretilmesini sağlayan yöntemler 

veri madenciliği disiplini altında değerlendirilmektedir. Veri madenciliği kısaca 

verideki örüntüleri keĢfetme ve bilgi üretme süreci olarak ifade edilmektedir (18). Veri 

madenciliğinde veri yığınlarından otomatik olarak bilgi çıkarımı sağlanabilmektedir. 

Veri madenciliği yöntemleri bilgi çıkarımı iĢlemlerini gerçekleĢtirirken farklı 

istatistiksel yöntem ve makine öğrenme algoritmalarından yararlanmaktadır. Veri 

yığınlarından bilgi çıkarımı, esasında birçok aĢamadan oluĢan iĢlemler sürecidir.  

Bu süreç VTBK (veri tabanlarında bilgi keĢfi süreci) olarak ifade edilmektedir. 

Veri madenciliği, bilgi keĢfi sürecinin sadece bir aĢamasını oluĢturmaktadır. Veri 

tabanlarında bilgi keĢfi süreci, kısaca verilerdeki örüntülerden kullanıĢlı, anlaĢılabilir, 

yeni ve geçerli bilgi sağlama süreci olarak ifade edilmiĢtir (19). Veri tabanlarında bilgi 
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keĢfi süreci, veri yığınları içerisinde bulunan veriler arasındaki örüntüyü ortaya 

çıkararak yeni bilgiler elde edilmesi aĢamalarını içermektedir. Veri tabanlarında bilgi 

keĢfi sürecindeki aĢamalar Ģekil 1.1.‟de belirtilmiĢtir (19). 

 

 

ġekil 1.1. Veri tabanlarında bilgi keĢfi süreci iĢlem aĢamaları 

  

Veri seçimi aĢamasında bilgi keĢfi gerçekleĢtirilerek alana iliĢkin ilgili 

veritabanlarından ham veriler elde edilmektedir. 

Veri ön iĢleme aĢamasında veritabanlarından elde edilen ham veriler içerisindeki 

uç değerler ve gürültülü veriler veri seti içerisinden çıkarılmaktadır. Benzer Ģekilde ham 

veri seti içerisinde yer alan eksik veya kayıp veriler yerine de uygun imputasyon 

yöntemlerinden yararlanılarak veri ataması gerçekleĢtirilmektedir. Veri tabanlarında 

bilgi keĢfi sürecinde veri öniĢleme için farklı algoritma ve tekniklerden 

yararlanılmaktadır. 

Veri dönüĢümü aĢamasında veri tabanlarında bilgi keĢfi için farklı değiĢkenlere 

ait veriler arasında tutarlılık sağlanması için verilere normalizasyon veya 

standardizasyon iĢlemleri uygulanmaktadır.  

Bir diğer iĢlem aĢaması olan veri madenciliğinde veri yığınlarında bulunan 

veriler arasındaki örüntüyü öğrenerek, yeni veriler için baĢarılı bir sınıflandırma veya 

çıkarım iĢlemi gerçekleĢtirilmek istenmektedir. Veri madenciliği birçok disiplinin 

birlikte uygulandığı bir alandır. Sınıflandırma ve çıkarım iĢlemleri, istatistik ve makine 

öğrenme tabanlı algoritma ve yöntemler aracılığı ile gerçekleĢtirilmektedir. Makine 

öğrenme algoritmaları veriden öğrenme yeteneklerine sahiptirler. Veri madenciliğinde 
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öğrenme yeteneklerine göre makine öğrenme yöntemleri denetimli öğrenme ve 

denetimsiz öğrenme olmak üzere iki farklı kategoride değerlendirilmektedir (20). 

Değerlendirme ve yorumlama aĢamasında, uygulanan makine öğrenme 

yöntemlerinin öğrenme performansları değerlendirilmektedir. Modelin performansının 

değerlendirilmesi için veri seti, eğitim veri seti ve test veri seti olmak üzere ikiye ayrılır. 

Eğitim veri setinde modeldeki makine öğrenme yöntemlerinin verideki örüntüyü 

öğrenmesi için eğitilir. Test veri setinde ise, örüntüyü öğrenen makine öğrenme 

yöntemlerinin yeni verilerde sınıflandırma performansı değerlendirilir. Değerlendirme 

iĢleminde modeldeki yanlılığı azaltmak adına farklı yöntemlerde geliĢtirilmiĢtir. K-katlı 

çapraz geçerlilik ve bootstrap örnekleme teknikleri öğrenme sırasındaki yanlılığı 

azaltmada sıklıkla tercih edilen tekniklerdir. Öğrenme performanslarının 

değerlendirilmesinde farklı metrikler kullanılabilmektedir. Bu aĢamada modelde 

kullanılan makine öğrenme yöntemlerinin bilgi keĢfi için verideki örüntüyü öğrenme 

yeteneği ve öğrendikleri örüntü ile yeni verilerde sınıflandırma baĢarısı 

değerlendirilmektedir (21).  

Makine öğrenme yöntemleri, sağlık alanında hastalıkların teĢhisinde ve tahmin 

edilmesinde giderek artan bir hızla kullanılmaktadır. Hastalıkların tahmin edilmesinde 

makine öğrenme yöntemleri, genellikle sınıflandırma iĢlemini gerçekleĢtirmektedir. 

Sınıflandırma, eğitim veri setindeki verilerin sınıfının bilinmesine bağlı olarak test veri 

setindeki yeni verilerin sınıflarının tahmin edilmesi iĢlemlerini içermektedir (22). 

Makine öğrenme yöntemleri çoğunlukla sınıflandırma iĢlemlerinde yüksek doğruluk 

performansına sahip olmasına karĢın, bazı veri setlerinde istenilen performans düzeyine 

ulaĢamamaktadır. Bu durumun farklı nedenleri vardır. Bu nedenlerden biri aĢırı uyum 

(overfitting) problemidir. AĢırı uyumda eğitim veri setinde yüksek performans 

sağlanmasına karĢın, test veri setinde düĢük performans elde edilmektedir. AĢırı uyum 

sorunu modelin eğitim aĢamasında veri setindeki örüntüyü öğrenmesinden ziyade veri 

setini ezberlemesinden kaynaklanmaktadır (23). Buda yüksek varyans problemine 

neden olmaktadır. Bir diğer neden ise yetersiz uyum (underfitting) problemidir. 

Öğrenmede yetersiz uyum gözlemlenmesinin temel nedeni yüksek yanlılıktır, buda veri 

seti için doğru modelin seçilmediği durumlarda ortaya çıkmaktadır (24). Veri setindeki 

sınıf dengesizliği, kayıp gözlemlerin yerine hatalı imputasyon gerçekleĢtirilmesi, 

gürültülü verilerin bulunması, yeterli örnek hacmine ulaĢılmaması gibi nedenler makine 

öğrenme yöntemlerinin performanslarında ciddi kayıplara neden olabilmektedir (25). 

Öğrenme sırasında yaĢanan bu performans kayıplarının iyileĢtirilmesine yönelik farklı 
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çözümler sunulmuĢtur. Bu yöntemlerden biride topluluk öğrenme yöntemleridir. 

Topluluk öğrenme yöntemleri veri setini bir makine öğrenme algoritmasının 

sınıflandırmasından ziyade, birden fazla makine öğrenme algoritmasının veriyi ayrı ayrı 

sınıflandırarak, her sınıflandırıcının tahminlerinden ortak bir sınıflandırma sonucu elde 

edilmesini sağlamaktadır. Böylelikle bir makine öğrenme yönteminin tahmin 

sonuçlarına göre, birden fazla makine öğrenme yönteminden elde edilen ortak tahmin 

sonuçları daha doğru, daha güvenilir ve daha yüksek performans sunmaktadır (26). 

Topluluk öğrenme yöntemleri birden çok sınıflayıcının, tek bir sınıflayıcının 

tahminlerine göre daha yüksek doğruluğa sahip sınıflandırma gerçekleĢtirebileceği 

esasına dayanmaktadır. Topluluk öğrenme yöntemleri elde ettiği baĢarılı sonuçlar ile 

son yıllarda geniĢ bir uygulama sahası bulmuĢtur. Yaygın bir Ģekilde kullanılan topluluk 

öğrenme yöntemleri birçok tanı ve teĢhis çalıĢması içerisinde baĢarılı bir Ģekilde 

uygulanmıĢtır (27, 28). 

Bu çalıĢmada birincil amaç olarak renal hücreli karsinomların erken teĢhis ve 

tanı iĢlemlerine öncülük edecek yapay zeka uygulamaları için topluluk öğrenme 

yöntemleri kullanılarak renal hücreli karsinomların yüksek doğruluk performansları ile 

tahmin edilmesi amaçlanmıĢtır. ÇalıĢmanın ikincil amacı ise, topluluk öğrenme 

yöntemlerinde model performansını en yüksek düzeye taĢımak için, topluluk öğrenme 

yöntemleri olan stacking, voting, boosting ve bagging yöntemlerinde en uygun modelin 

belirlenmesi için sınıflayıcıların seçimi ve birleĢtirilmesi amaçlanmıĢtır. 
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2. GENEL BĠLGĠLER 

 

2.1. Topluluk Öğrenme  

 Makine öğrenme yöntemleri, son yıllarda yapay zeka alanında ve hesaplamaya 

dayalı uygulamalı bilimler içerisinde oldukça yaygın bir kullanım sahası elde etmiĢtir. 

Makine öğrenme yöntemlerinin bu baĢarısı, bünyesindeki algoritmaların baĢarılı tahmin 

ve yüksek doğruluğa sahip sınıflandırma iĢlemleri gerçekleĢtirmesine bağlıdır. Makine 

öğrenme yöntemleri güçlü algoritmalar ile birçok karmaĢık veri setinde yüksek 

doğruluk performansı sağlarken, bazı veri setlerinde yüksek varyans ve düĢük doğruluk 

değerine sahip sınıflandırmalar gerçekleĢtirmektedir. Sınıflandırma ve tahmin 

iĢlemlerindeki bu performans kaybını önlemek adına farklı metodlar öne sürülmüĢtür. 

Bu metodlardan biride topluluk öğrenme yöntemleridir. Topluluk öğrenme yöntemleri 

öne sürüldüğü ilk yıllarda makine öğrenme yöntemlerindeki yüksek varyansı azaltmak 

ve doğruluk oranını yükseltmek için uygulanmasına karĢın kısa zamanda makine 

öğrenme yöntemlerinde sıklıkla karĢılaĢılan özellik seçimi, kayıp özelliklerin 

belirlenmesi, hata düzeltme, güven aralığının tahmini, dengesiz veri ve sınıflar gibi 

problemlerin çözümünde baĢarılı sonuçlar elde etmiĢtir (29). Topluluk öğrenme 

yöntemlerinin temel mantığı birçok noktadan alınan kararların, tek bir noktadan alınan 

karardan daha sağlıklı sonuçlar içereceği esasına dayanmaktadır. Bir uzmanın alacağı 

kararın hatalı olma riski, birden fazla uzmanın alacağı ortak kararın hatalı olma 

riskinden daha yüksektir. Bu bağlamda birden çok uzmanın ortak kararı, bir uzmanın 

kararından daha güvenilir ve daha yüksek doğruluğa sahip olmaktadır. Doğadan ve 

insanlar arası sosyolojik iliĢkilerden esinlenerek geliĢtirilen topluluk öğrenme yöntemi, 

makine öğrenme yöntemlerinde yakın bir zamandan bu yana uygulanmasına karĢın 

hesaplamalı bilimlerde yaygın bir kullanım alanına sahiptir (29). 

 Ġstatistik biliminde, 1977 yılında Tukey‟in veri setine ikili lineer regresyon 

modelini önermesi ile topluluk çalıĢmalarına adım atılmıĢtır (30, 31). Bu günkü topluluk 

öğrenme mantığına çokta yakın olmayan çalıĢmalardan sonra doksanlı yıllarda Hansen 

ve Salamon çalıĢmalarında tahmin performansını geliĢtirmek üzere sinir ağlarından 

oluĢan topluluk mantığını önermiĢlerdir (32). Bugün yine yaygın olarak kullanılan 

topluluk yöntemlerinden olan „Adaboost‟un temeli Schapire tarafından atılmıĢtır ve 

Freund ve Schapire zayıf sınıflandırıcıları birleĢtirerek güçlü bir topluluk öğrenme 

modeli elde etmiĢlerdir (31, 33, 34). 
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 Topluluk öğrenme yöntemleri genel anlamda, bir makine öğrenme yönteminin 

tahmin performansından ziyade, birden fazla makine öğrenme yönteminin tahminlerinin 

birleĢtirilerek daha yüksek doğruluğa sahip ve daha yüksek performans sunan öğrenme 

yöntemleridir. Verilerin eğitimi birden fazla makine öğrenme yönteminde 

gerçekleĢtirilerek bir makine öğrenme yönteminden daha yüksek performansa sahip 

tahminler sağlanabilmektedir (35). Modelde, sınıflandırıcılar birleĢtirilmesinden ziyade 

sınıflandırıcıların elde ettikleri tahminler birleĢtirilecek ortak bir tahmin üretilmesi 

esasına dayanmaktadır (35). 

 

 2.1.1.Topluluk Öğrenme Yöntemlerine Ġstatistiksel YaklaĢım 

 Topluluk öğrenme yöntemleri, birden fazla makine öğrenme yönteminin 

tahminlerini birleĢtirerek daha yüksek performansa sahip bir sonuç üretmeyi 

amaçlamaktadır. Makine öğrenme yöntemlerinin tahmin performansını 

yükseltebilmesinin temelde iki yolu bulunmaktadır. Bu durum yanlılığın azaltılması ve 

varyansın düĢürülmesi ile gerçekleĢebilmektedir (29). Topluluk öğrenme yöntemlerinin 

temel sınıflayıcıların genelleme hatasının azaltılmasını sağladığına iliĢkin çok sayıda 

çalıĢma gerçekleĢtirilmiĢtir (31, 36-38). Topluluk öğrenme yöntemleri, yüksek 

varyansın azaltılmasında etkilidir. Varyansın azaltılmasında her bir sınıflayıcının 

tahminlerinin birleĢtirilerek ortalama bir tahmin elde edilmesi önemli bir etkendir. 

Sınıflayıcılar veri setlerinin sınıflandırılmasında farklı hatalar yaparken, baĢarılı 

sınıflandırmalarda benzer tahminler gerçekleĢtirmektedir. Bu durumda sınıflayıcıların 

tahminlerini birleĢtirerek ortalamasını almak, hata bileĢenlerinin ortalama hatasının 

azalmasını sağlamaktadır (29). Topluluk öğrenme yöntemleri bazı durumlarda yüksek 

varyansın azaltılmasının yanısıra, yanlılığıda azaltarak performansın artırılmasına katkı 

sunmaktadır (39). Topluluk öğrenme yöntemlerinde sınıflayıcı tahminlerinin 

birleĢtirilmesi her koĢulda en yüksek doğruluk tahmini sunmayı garanti etmemektedir. 

Sınıflayıcıların tahminlerinin ortalamasını alarak birleĢtirme iĢlemi yapan bir topluluk 

öğrenme yöntemi, doğru birleĢtirme tekniği ve uygun sınıflayıcılar kullanılmadığında 

en yüksek sınıflandırma performansını sunan temel sınıflayıcıdan bazen daha düĢük 

doğruluk değeri sağlayabilmektedir. Bu amaçla topluluk öğrenme yönteminde temel 

sınıflayıcılardan daha yüksek performans elde edilmesi için veri setine uygun 

birleĢtirme tekniği ve uygun sınıflayıcıların modele dahil edilmesi gerekmektedir. 

Doğru birleĢtirme tekniğinin uygulanması ile en yüksek performansın sağlanmasının 

yanı sıra, aĢırı uyum problemini azaltılmasına katkı sağlanmaktadır (40, 41). 
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2.1.2.Topluluk Öğrenme Stratejisi  

Topluluk öğrenme yöntemlerinde, tahmin performansının artmasını sağlayan bir 

diğer husus ise veri setinin yeterli örnek sayısına sahip olmasıdır. Veri setindeki 

tahminci değiĢken sayısı ve örnek sayısının yeterli sayıya sahip olması tahmin 

performansına olumlu katkı sağlamaktadır.  

Topluluk öğrenme yönteminin baĢarısı, modeldeki sınıflayıcıların elde ettiği 

farklı hatalara ve tahminlere dayanmaktadır. Sınıflayıcılar veri setinden birbirlerine 

benzer hata ve tahminler elde etmeleri halinde topluluk yönteminin bu tahminleri 

birleĢtirmesi sonucu daha yüksek performanslı bir tahmin elde edemeyecektir. Bu 

amaçla sınıflayıcıların hatalarının birbirlerinden farklı olması topluluk sınıflandırma 

performansının artmasını sağlamaktadır. Sınıflayıcıların tahminlerinde farklılıkların 

elde edilmesi için eğitim veri setinin farklı alt kümeleri kullanılmaktadır. Eğitim veri 

setinin alt kümelerinin oluĢturulmasında ve eğitilmesinde bootstrap yöntemi 

kullanılmaktadır (29, 42). 

Topluluk öğrenme yönteminde sınıflandırma performansını etkileyen diğer bir 

husus ise uygun birleĢtirme yönteminin seçimidir. BirleĢtirme tekniğinin 

belirlenmesinde, sınıflayıcılar için uygun birleĢtirme tekniğinin seçimine dikkat 

edilmesi gerekmektedir. BirleĢtirme tekniklerine göre, eğitim veri seti için örneklem 

seçimine göre ve iĢlem adımlarına göre farklı topluluk öğrenme yöntemleri mevcuttur. 

Bu yöntemler, bagging (torbalama) topluluk öğrenme yöntemi, boosting (artırma) 

topluluk öğrenme yöntemi, voting (oylama) topluluk öğrenme yöntemi ve stacking 

(istifleme) topluluk öğrenme yöntemidir (29, 31, 35). 

 

2.1.3. Bagging (Torbalama) Topluluk Öğrenme Yöntemi 

Bootstrap aggregating kısaltması olarak ifade edilen bagging (torbalama) 

topluluk öğrenme yöntemi bootstrap örnekleme yöntemini esas almaktadır. Breiman 

tarafından geliĢtirilen yöntem eğitim veri setinin bootstrap örnekleme ile farklı alt 

boyutlarının eğitilmesi esasına dayanmaktadır (43).  Bootstrap örnekleme yönteminde 

eğitim veri seti içerisinden her seferinde örneklerin yer değiĢtirmesi ile farklı alt 

örnekler oluĢturulmaktadır. OluĢturulan her alt eğitim seti bir sınıflandırıcı ile 

eğitilmektedir. Aynı anda tüm sınıflayıcılar farklı alt eğitim setlerini 

sınıflandırmaktadır. Sınıflandırıcıların tahminlerini birleĢtirmek üzere bagging yöntemi 

çoğunluk oyu tekniğinden yararlanmaktadır. Bu teknikte tüm tahmincilerin 

sınıflandırma tahmini arasından sınıflandırıcıların verdikleri çoğunluk tahmini, topluluk 
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yönteminin sınıflandırma tahmini olarak kabul edilmektedir. Bagging algoritması tablo 

2.1.‟de belirtilmiĢtir (29). 

 

Tablo 2.1. Bagging (torbalama) topluluk öğrenme algoritması 

Girdi:Veri seti   *          +       (     )            *     +  

B :Bootstrap örneklem sayısı 

Çıktı:     *     + son sınıflayıcı. 

ĠĢlem AĢamaları 

1. for b =1 to B do 

2. b. Bootstrap örnek     olmak üzere, D kümesinden N örnek çekilerek yer 

değiĢtirilir. 

3. Her bir    Bootstrap örneğinden,    sınıflayıcısı öğrenir. 

4. end for 

5.            sınıflayıcılardan çoğunluk oyu yöntemiyle son sınıflama 

sonucu elde edilir.  ( )      (∑   ( ))
 
    

 

Bagging topluluk öğrenme yönteminde farklı türde sınıflayıcılardan ziyade tek 

türde sınıflayıcı, veri eğitiminde kullanılmaktadır. Tek tür sınıflayıcıdan bootstrap alt 

örnek eğitim veri seti sayısı kadar sınıflayıcı eĢ anlı olarak farklı alt veri setlerini 

eğitmektedir. Her sınıflayıcının tahminleri birleĢtirilmektedir. Bagging topluluk 

öğrenme yönteminin iĢlem aĢamaları Ģekil 2.1.‟de belirtilmiĢtir. 

 

ġekil 2.1. Bagging topluluk öğrenme yöntemi iĢlem aĢamaları 
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2.1.4.Boosting (Artırma) Topluluk Öğrenme Yöntemi 

 Boosting (artırma) topluluk öğrenme yöntemi zayıf öğreniciler için sınıflayıcıları 

birleĢtirilerek, tek bir sınıflayıcıya göre daha güçlü bir sınıflandırıcı elde etmeyi 

amaçlamaktadır. Zayıf öğrenici, rastlantısal tahminlerden daha az hata yapma 

olasılığına sahip sınıflayıcılar oluĢturabilen öğrenme algoritmalarını ifade etmektedir. 

Boosting topluluk yöntemi, sınıflandırma iĢlemlerinde güçlü bir sınıflayıcı yerine çok 

sayıda zayıf sınıflayıcının birleĢtirilmesini esas almaktadır. Güçlü sınıflayıcıların 

kompleks yapıya sahip olmaları nedeniyle bu sınıflayıcıların eğitilmesi zor olmaktadır. 

Zayıf sınıflayıcıların eğitilmesinin kolay olması ile birden fazla basit sınıflayıcının 

tahminlerinin birleĢtirilmesi daha pratik bir sonuç sağlamaktadır. Boosting topluluk 

öğrenme yönteminde bagging topluluk öğrenme yönteminden farklı olarak, çok sayıda 

sınıflayıcı eĢ zamanlı olarak eğitim veri setlerini eğitmemektedir. Boosting yönteminde 

iteratif iĢlemler uygulanmaktadır (31). Her iteratif iĢlemde bir önceki tahminde oluĢan 

hatalar dikkate alınarak aynı hataların gerçekleĢmemesini önlemek için boosting 

yöntemi ile güçlü bir sınıflayıcı elde edilmektedir (35). Boosting algoritmasında üç 

sınıflayıcı oluĢturulmaktadır. Ġlk sınıflayıcı, eğitim veri seti içerisinden rastgele seçilen 

S1 veri setini sınıflandırmaktadır. Ġkinci sınıflayıcı, yarısı birinci sınıflayıcı tarafından 

yanlıĢ sınıflandırılmıĢ, diğer yarısı doğru sınıflandırılmıĢ veri seti üzerine 

eğitilmektedir. Son sınıflayıcı daha önce iki sınıflayıcının uyum göstermediği veriler 

üzerine eğitilmiĢtir. Her sınıflayıcı tahminler üretmektedir. Boosting topluluk öğrenme 

yönteminde çoğunluk oyunu alan sınıflandırıcının tahminleri, topluluk tahmini olarak 

kabul edilmektedir (31). Boosting  topluluk öğrenme yöntemine iliĢkin iĢlem aĢamaları 

Ģekil 2.2.‟de belirtilmiĢtir. 

ġekil 2.2. Boosting (artırma) topluluk öğrenme yöntemi iĢlem aĢamaları 
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Adaboost algoritması, boosting topluluk öğrenme yöntemleri içerisinde güçlü ve 

yaygın Ģekilde uygulanan topluluk yöntemlerinden biridir. Freund ve Shapire‟nin 

önerdiği adaboost yönteminde eğitim veri setinin alt kümelerinin eğitilmesi yerine, 

eğitim veri setinin farklı ağırlıkları kullanılmaktadır (34). Ġteratif iĢlemler ile öğrenen 

adaboost algoritması, sınıflama baĢarısını, ardıĢık öğrenme iĢlemlerinde bir 

sınıflayıcının ağırlığının bir önceki sınıflayıcının doğruluğuna bağlı olarak yeniden 

ağırlıklama ile elde etmektedir. Adaboost algoritmasında iteratif iĢlemlerde 

sınıflayıcılar, kendinden önceki sınıflayıcıların hatalarına ve yanlıĢ sınıflandırmalarına 

odaklanmaktadır. Böylelikle her aĢamada hataların azaltılması ve doğru 

sınıflandırmaların artırılması için olanak tanınmaktadır (29). Adaboost algoritması tablo 

2.2.‟de belirtilmiĢtir (29). 

 

Tablo 2.2. Adaboost topluluk öğrenme algoritması  

Girdi:Veri seti   *          +       (     )            *     +  

M :Maksimum sınıflayıcı sayısı 

Çıktı: H sınıflayıcı olmak üzere     *     +. 

ĠĢlem AĢamaları 

1. Ağırlıklandırmayı baĢlatma   
  

 

 
   *     +        olmak üzere, 

2. while m≤M do 

3. Zayıf sınıflayıcılar D üzerinde çalıĢtırılır. 

4.       ∑   
  (     (  )

 
     Hm in ağırlıklı hatası hesaplanır. 

5.    
 

 
   

      

    
. Zayıf sınıflayıcının ağırlığı hesaplanır. 

6.   
    

     (         (  )). Her i örneği için ağırlıklar güncellenir. 

7.    ∑   
 
    ve   

(   )
   

 /   . ağırlıklar yeniden normalize edilir. 

8. Ġterasyon sayacı artırılır:       

9. end while 

10. Son sınıflayıcı: ( )      (∑     ( )) 
 
    

 

2.1.5. Voting (Oylama) Topluluk Öğrenme Yöntemi 

 Voting (oylama) topluluk öğrenme yönteminde, farklı türdeki sınıflayıcıların 

tahminlerinin birleĢtirilerek çoğunluğun tahmini, topluluk tahmini olarak kabul 

edilmektedir. Esasında voting yöntemi bir birleĢtirme tekniği olmasına karĢın farklı 

türdeki sınıflayıcıların birleĢtirilmesinde oldukça yaygın bir kullanım alanı 
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oluĢturmuĢtur. Aynı veri setini farklı türdeki sınıflayıcıların sınıflandırması tahminlerde 

çeĢitlilik sağlamaktadır. Tahminlerde çeĢitliliğin oluĢması, topluluk yönteminde 

doğruluk performansını artıran bir unsurdur. Bu nedenle voting topluluk yöntemlerinde 

genelde çeĢitliliğin sağlanması durumunda yüksek performanslı tahminler elde 

edilebilmektedir (29). Boosting ve bagging topluluk yöntemlerinde aynı sınıflayıcıdan 

çok sayıda sınıflayıcı, veri setinin farklı alt kümelerini eğitmektedir. Voting yönteminde 

ise aynı veri setinin, farklı türdeki sınıflayıcılar tarafından sınıflandırılması söz 

konusudur. Farklı türdeki sınıflayıcılar, tahminlerdeki çeĢitliliği artıracağı için topluluk 

tahminindeki hatanın azalmasını sağlayarak performans artıĢı sağlayabilmektedir. Öte 

yandan voting yönteminde eğitim veri setinin alt boyutundan ziyade, eğitim veri setinin 

tamamının modele dahil edilmesi, yine performansı artıran önemli bir etkendir. Voting 

topluluk öğrenme yöntemi birleĢtirme iĢleminde farklı tekniklerden yararlanmaktadır 

(31). Bu tekniklerden biri de majority voting (çoğunluk oyu) yöntemidir. Çoğunluk oyu 

yönteminde her sınıflayıcı bir tahmin gerçekleĢtirmektedir. Tahminlerdeki herhangi bir 

kararın sınıflayıcıların yarısından daha fazlası tarafından alınması durumunda topluluk 

kararı olarak geçerli olmaktadır. Çoğunluk oyu tekniğinde sınıflayıcıların tahmin 

kararlarında yarısından daha fazlası elde edilemediği durumlarda topluluk tahmini 

üretilmeyebilmektedir. Bu gibi durumlarda bir baĢka birleĢtirme tekniği olan plurality 

voting (oy çokluğu) tekniğinin kullanılması daha uygun olmaktadır. Oy çokluğunda 

sınıflayıcı tahminlerinde yarısından fazlasının kararı çoğunluğu aranmaksızın, en fazla 

tahmin edilen karar topluluk tahmini olarak kabul edilmektedir. Voting topluluk 

öğrenme yöntemindeki bireysel sınıflayıcıların performanslarının eĢit olmaması 

durumunda, sınıflayıcıların performans ağırlıklarına göre birleĢtirme iĢlemi yapan 

weighted voting (ağırlıklı oylama) tekniğinin kullanılması daha uygundur. Voting 

topluluk öğrenme yöntemindeki iĢlem aĢamaları Ģekil 2.3.‟de belirtilmiĢtir (35). 
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ġekil 2.3. Voting (oylama) topluluk öğrenme yöntemi iĢlem aĢamaları 

 

2.1.6. Stacking (Ġstifleme) Topluluk Öğrenme Yöntemi 

 Wolpert tarafından geliĢtirilen stacking (istifleme) topluluk öğrenme yöntemi, 

farklı tür sınıflayıcıların tahminlerini meta sınıflayıcı için girdi kabul ederek bu 

tahminlerden daha yüksek performanslı bir tahmin üretme esasına dayanmaktadır (44). 

Stacking topluluk öğrenme yöntemi bu anlamda iki aĢamalı bir öğrenme süreci 

sunmaktadır. Ġlk aĢamada aynı eğitim veri setinden farklı tür sınıflayıcılar ile tahminler 

elde edilmektedir. Ġkinci aĢamada ise ilk aĢamadan elde edilen tahminler meta 

sınıflayıcıda iĢlenerek topluluk öğrenme modelinin tahmini elde edilmektedir. 

Tahminlerden meta sınıflayıcı ile topluluk tahmini oluĢturan bu yöntem daha yüksek 

performans sağlamak üzere geliĢtirilmiĢtir. Stacking topluluk öğrenme yöntemine 

iliĢkin iĢlem aĢamaları Ģekil 2.4.‟de belirtilmiĢtir. 

 

ġekil 2.4. Stacking topluluk öğrenme yönteminin iĢlem aĢamaları 
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2.2. Sınıflayıcılar 

2.2.1. IB1 (En Yakın KomĢu) Sınıflayıcı 

IB1 (Instance Based-1) sınıflayıcıları örnek tabanlı sınıflayıcılardan biridir. En 

yakın komĢu algoritmasını esas alarak geliĢtirilmiĢtir. En yakın örneği bulmada 

normalleĢtirilmiĢ öklid uzaklığını kullanmaktadır. Ġki örnek arasındaki uzaklığı bulmada 

benzerlik fonksiyonundan yararlanmaktadır. Benzerlik Fonksiyonu, 

 (   )  √∑ (     )

 

   

 

eĢitliği ile ifade edilmektedir. IB1 sınıflayıcısı kayıp verilere karĢı toleransı, örneklerin 

aĢamalı olarak iĢleme alınması ve özniteliklerin normalize edilmesi iĢlemleri dıĢında en 

yakın komĢu algoritmasından farklı değildir (45-47). 

 

2.2.2. IBk (K- En Yakın KomĢu) Sınıflayıcı 

 IBk (Instance Based-k) sınıflayıcısı k en yakın koĢu algoritması (k-NN) olarakta 

ifade edilmektedir. Örnek tabanlı sınıflayıcılardan biri olan IBk çıktı uzayındaki 

nesnelerin girdi uzayındaki nesnelere benzer olmasını dikkate almaktadır. Test örneğine 

en yakın olan k adet eğitim örneğini belirlemektedir (35). Denetimli öğrenme 

yöntemlerinden biri olan k- en yakın komĢu algoritması benzerlik ölçülerine dayanarak 

örnekler arasındaki uzaklık ölçülerini belirlemektedir. Öklid, Minkowski gibi uzaklık 

ölçülerinin kullanıldığı k en yakın komĢu algoritmasında, örneklerin birbirlerine olan 

uzaklıkları belirlenmektedir. Ġdeal bir k sayısı belirlenerek örneklerin sınıflandırılması 

sağlanmaktadır. ġekil 2.5.‟te k en yakın komĢu algoritmasına iliĢkin sınıflandırma 

örneği belirtilmiĢtir (45, 48, 49). 

 

ġekil 2.5. K-en yakın komĢu algoritması sınıflandırma örneği 
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2.2.3. LWL (Lokal Ağırlıklı Öğrenme) Sınıflayıcı 

 LWL (Locally Weighted Learning) lokal ağırlıklı öğrenme algoritması, 

sınıflandırma iĢleminde örneklere ağırlıklar atamaktadır. LWL, test örneğine yakın 

konumda bulunan eğitim örneklerinin yakınlık konumuna göre ağırlıklar atamaktadır. 

En yakın örneğe en yüksek ağırlığı atayan LWL sınıflayıcısı, tahmin iĢleminde tüm veri 

seti yerine bir alt kümesini kullanmaktadır. Tüm veri setinden genel bir tahmin elde 

etmek yerine, test örneğine komĢu eğitim örneklerinin yer aldığı lokal modeller elde 

etmektedir. Esnek bir kullanıma sahip olan LWL, örnek tabanlı sınıflayıcılar içerisinde 

etkin bir kullanıma sahiptir (50, 51). 

 

2.2.4. KStar Sınıflayıcısı 

 KStar (K*) sınıflayıcısı, uzaklık ölçütü olarak entropiyi dikkate alan örnek 

tabanlı sınıflayıcıdır. En yakın komĢu sınıflayıcısına benzerlik göstermesine rağmen 

KStar algoritması iĢlem aĢamaları bakımından farklılıklar göstermektedir. Entropi 

uzaklığını dikkate almanın yanısıra, olasılık toplamlarınıda çözüme dahil etmektedir. 

Hem gerçek özellikler hemde sembolik özelliklerin entegrasyonu sağlanarak eksik veri 

problemi için çözüm sağlanmaktadır (52, 53). 

 

2.2.5. Random Forest (Rastgele Orman) Sınıflayıcı 

 Breiman tarafından geliĢtirilen Random Forest (rastgele orman) sınıflayıcısı, 

oluĢturduğu çok sayıda karar ağacı ile topluluk oluĢturmaktadır (43). Bootstrap 

örnekleme yöntemi ile veri setinden farklı alt kümeler oluĢturularak karar ağacı 

topluluğundaki her bir karar ağacı tarafından eğitilmektedir. Her bir düğüm için rastgele 

olarak belirlenen değiĢkenlerden en iyisi dikkate alınır ve düğümler dallara 

ayrılmaktadır (54). Random Forest algoritmasında 2 temel parametre, kullanıcı 

tarafından belirlenerek sınıflandırma baĢlatılmaktadır. Bu parametrelerden biri 

oluĢturulması planlanan karar ağacı sayısı, diğer parametre ise bölünmeyi gerçekleĢtiren 

değiĢken sayısıdır. Random Forest sınıflayıcısı ağaç üretmek için sınıflandırma ve 

regresyon ağaçları (CART) yönteminden yararlanmaktadır. Random Forest yönteminin 

değerlendirme kriterlerinden biri GINI indeksidir. Sınıflandırma iĢleminde her bir 

ağacın tahmini alınarak oy çokluğu yöntemiyle sınıflayıcı kararı belirlenmektedir (43, 

55). Random Forest sınıflayıcıları over fitting (aĢırı uyum) sorununa karĢı dirençli 

olmasının yanısıra hızlı çalıĢan bir sınıflayıcıdır. Veri setinin üçte ikisi eğitim veri seti, 

kalan kısmı ise test verisi olarak bölünmektedir. Çok sayıda karar ağacının birer 
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sınıflayıcı olarak kullanılması ve her sınıflayıcıdan elde edilen tahminlerden çoğunluk 

oyu ile genel bir tahmin üretilmesi, tahminlerdeki hata oranını düĢürürken yanlılığıda 

azaltmaktadır. Güçlü bir sınıflayıcı olan Random Forest, sınıflandırma ve regresyon 

tahminlerinde yüksek performans sunmaktadır. Kayıp verilere karĢı dirençli olan 

Random Forest sınıflayıcısı eksik verilerde de güçlü bir sınıflandırma 

gerçekleĢtirebilmektedir. Random Forest sınıflayıcısının iĢlem aĢamaları Ģekil 2.6.‟da 

belirtilmiĢtir (43, 55, 56 ). 

 

ġekil 2.6. Random Forest sınıflayıcısının iĢlem aĢamaları 

 

2.2.6. REPTree (AzaltılmıĢ Hata Budama Ağacı) Sınıflayıcı 

 REPTree (Reduced Error Pruning Tree) sınıflayıcı, karar ağacı tabanlı bir 

sınıflayıcı yöntemidir. Bilgi kazancını kriter olarak değerlendirir ve azaltılmıĢ budama 

hatası ile karar ağacı oluĢturmaktadır (57). Bilgi kazancının elde edilmesinde entropiden 

yararlanılmaktadır. Hızlı bir karar ağacı olan REPTree, hata azaltmada varyanstaki 

farklılıklardan yararlanmaktadır. REPTree sınıflayıcısı sayısal değerlerde sonuç 

üretmektedir (58-60). 

 

2.2.7.  SMO (ArdıĢık Minimal Optimizasyon) Sınıflayıcı 

 SMO (Sequential Minimal Optimization) sınıflayıcı, esasen destek vektör 

makinesini temel alan bir sınıflayıcıdır. Platt tarafından geliĢtirilen SMO sınıflayıcısı, 

nümerik kuadratik programlama yerine analitik kuadratik programlama tekniklerini 

kullanmaktadır (61). SMO sınıflayıcısı, kuadratik optimizasyon problemlerini hızlı bir 

Ģekilde çözecek algoritmaya sahiptir. SMO sınıflayıcısı, içerisinde iki Lagrange 

çarpanının yer aldığı en küçük optimizasyon problemi ile ilgilenmektedir. Bu iĢlemi 
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iteratif olarak gerçekleĢtirerek her aĢamada destek vektör makinesini güncellemektedir 

(61-64). 

Destek vektör makinesi ise, sınıflandırılmak veya tahminde bulunulmak istenen 

değiĢkene iliĢkin sınıfları birbirinden ayırabilecek en iyi düzlemleri belirlemeyi 

amaçlamaktadır (21, 65). Sınıflandırma ve regresyon modelleri için oldukça baĢarılı 

tahminler gerçekleĢtirebilen destek vektör modelleri doğrusal ve doğrusal olmayan 

modellerde uygulanabilmektedir. Destek vektör makinesi sınıflandırma problemlerini 

kareli optimizasyon formunda çözerek iĢlem basamaklarını azaltmaktadır. Destek 

vektör makinelerinin optimizasyon tekniğini esas alması, birçok karmaĢık ve büyük veri 

setlerinde iĢlem kolaylığı ve hızlı çözüm olanağı sağlamaktadır ( 66, 67). Destek vektör 

makineleri dağılımdan bağımsız öğrenebilen, yapısal riski minimize etmek üzere 

tasarlanmıĢ optimizasyon temelli denetimli öğrenme sınıflayıcılarıdır (68). Destek 

vektör makinesinin yapısına iliĢkin grafik, Ģekil 2.7.‟de belirtilmiĢtir. 

Destek vektör makineleri farklı çekirdek fonksiyonları ile sınıflama ve tahmin 

iĢlemlerini gerçekleĢtirmektedir. Farklı veri setlerinde en uygun çekirdek 

fonksiyonunun belirlenmesi destek vektör makinesinin sınıflandırma ve tahmin 

performansını doğrudan etkilemektedir. En sık kullanılan çekirdek fonksiyonlarından 

biri radyal tabanlı çekirdek fonksiyonudur. Doğrusal çekirdek fonksiyonu, Laplace 

çekirdek fonksiyonu, polinomiyal çekirdek fonksiyonu, bessel çekirdek fonksiyonu ve 

hiperbolik tanjant çekirdek fonksiyonu destek vektör makinelerinde kullanılan diğer 

çekirdek fonksiyonlarından bazılarıdır (69, 70). 

 

 

ġekil 2.7. Destek vektör makinesinin yapısı (71) 
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Destek vektör makineleri doğrusal ve doğrusal olmayan modeller için iki farklı 

Ģekilde değerlendirilmektedir. Doğrusal destek vektör makinesi ve doğrusal olmayan 

destek vektör makinesinin grafiksel gösterimi Ģekil 2.8.‟de belirtilmiĢtir (72). 

 

 

ġekil 2.8. Doğrusal destek vektör makinesi ve doğrusal olmayan destek vektör makinesi 

 

2.3. AraĢtırma Konusuna ĠliĢkin Literatür 

 Renal hücreli karsinomların makine öğrenme yöntemleri ile sınıflandırılmasına 

iliĢkin çalıĢmaların baĢlangıcı yaklaĢık on beĢ yıl öncelerine dayanmaktadır. Makine 

öğrenme ve topluluk öğrenme yöntemlerinin son yıllarda geliĢme göstermiĢ olması 

nedeniyle çalıĢmaların baĢlangıcı yakın döneme aittir.  

Won ve arkadaĢları çalıĢmalarında örüntü analizlerinden yararlanarak renal 

hücreli karsinomu olan hastalar ile diğer ürolojik hastalıklara sahip hastaların doku 

örüntülerini makine öğrenme yöntemleri ile sınıflandırmıĢlardır.  Sınıflandırma ve 

tahmin iĢlemlerinde bir karar ağacı yöntemi olan C4.5 sınıflayıcısı uygulanmıĢtır. 

Makine öğrenme yöntemlerinin hastalıkların erken teĢhisinde önemli bir etken 

olabileceği ortaya konulmuĢtur (73). 

Liu ve arkadaĢları çalıĢmalarında renal hücreli karsinomların 

sınıflandırılmasında k-en yakın komĢu algoritması ve genetik algoritmadan 

yararlanmıĢlardır. ÇalıĢmada veri seti gen ekspresyonlarından elde edilmiĢtir. Yöntemin 

sınıflandırmada baĢarılı olduğu gözlemlenmiĢtir (74).  

Fuchs ve arkadaĢları çalıĢmalarında renal hücreli karsinomu olan hastaların 

patoloji bulgularından elde ettiği mikrodizi verilerini hesaplayarak hastaların sağkalım 

sürelerini tahmin edilebileceğini belirtmiĢlerdir. ÇalıĢmada Random Forest 
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sınıflayıcısını kullanan araĢtırmacılar, hastalık tahmininde uygulanan yöntemin 

bulguları ile patologların bulgularının örtüĢtüğü sonucuna varmıĢlardır (75). 

Gönen ve arkadaĢları çalıĢmalarında renal hücreli karsinomların 

sınıflandırılmasında çoklu çekirdek öğrenme yöntemi ve destek vektör makinesi 

yöntemlerinden yararlanmıĢlardır. ÇalıĢmada veri kaynaklarının doğrusal biçimde 

birleĢtirilmesini esas alan modellerinde mikro dizi görüntülerin sınıflandırılmasında 

baĢarı sağlanmıĢtır (76). 

Lee ve arkadaĢları çalıĢmalarında anjiyomiyolipom ile renal hücreli 

karsinomların sınıflandırılmasında k-en yakın komĢu sınıflayıcısı, Random Forest 

sınıflayıcısı ve destek vektör makinelerinden yararlanmıĢtır. Modelin veri seti MDCT 

görüntülerinden elde edilmiĢtir (77). 

Lin ve arkadaĢları çalıĢmalarında bilgisayarlı tomografi görüntülerinden 

yararlanarak berrak hücreli renal karsinomun Fuhrman sınıflandırmasını tahmin 

etmiĢlerdir. Tahmin iĢleminde gradient boosting tekniğinden yararlanmıĢlardır (78). 

Tabibu ve arkadaĢları çalıĢmalarında Pan-renal hücreli karsinomların 

sınıflandırılmasına iliĢkin çalıĢmalarında histopatolojik görüntülerin makine öğrenme 

yöntemleri ve konvolüsyonel sinir ağları yöntemlerini uygulamıĢlardır. ÇalıĢmalarında 

görüntülerin tanınmasında konvolüsyonel sinir ağları kullanmalarının yanısıra 

sınıflandırma performansının artırılması için yeni bir destek vektör makinesi modeli öne 

sürmüĢlerdir (79). 

Topluluk öğrenme yönteminin klinik çalıĢmalarda sınıflandırma için kullanımı, 

makine öğrenme yöntemlerinin klinik çalıĢmalarda kullanılmaya baĢlaması ile ortaya 

çıkmıĢtır. Topluluk öğrenme yöntemlerinin yakın zamanda ortaya çıkması ve etkili bir 

yöntem olması, halen güncelliğini korumasını sağlamaktadır. 

Tan ve Gilbert çalıĢmalarında topluluk öğrenme yöntemlerinden yararlanarak 

gen ekspresyonlarından kanser sınıflandırma iĢlemi gerçekleĢtirmiĢlerdir. ÇalıĢmada 

C4.5 karar ağacını kullanan araĢtırmacılar, bagging ve boosting topluluk öğrenme 

yöntemlerini modele dahil etmiĢlerdir (80). 

Luo ve Cheng çalıĢmalarında göğüs kanserlerinin mamografi ile teĢhisinde 

topluluk öğrenme yöntemlerinden yararlanmıĢlardır. Modelde karar ağacı ve destek 

vektör makinesi sınıflayıcıların birleĢiminden oluĢan modeli önermiĢlerdir. Topluluk 

modelin tekli sınıflayıcılara göre daha yüksek performans sağladığını gözlemlemiĢlerdir 

(81). 
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Nagi ve Bhattcharyya çalıĢmalarında kanserli vakalarda mikrodizi verilerinin 

sınıflandırılmasında topluluk öğrenme yöntemlerinden yararlanmıĢlardır. Modelde 

Naive Bayes, k- en yakın komĢu ve j48 sınıflayıcıları yer alırken, boosting ve bagging 

topluluk yöntemleri uygulanmıĢtır (82). 

Onan çalıĢmasında göğüs kanserlerinin sınıflandırılmasında topluluk öğrenme 

yöntemlerinden yararlanmıĢtır. ÇalıĢmada farklı sınıflayıcılar ile birlikte farklı topluluk 

yöntemleri modele dahil edilmiĢtir. Topluluk yöntemlerinin temel sınıflayıcılardan daha 

iyi performans sağladıkları gözlemlenmiĢtir (83). 

Wang ve arkadaĢları çalıĢmalarında prostat kanserlerinin tespitinde istifleme 

tabanlı topluluk yöntemlerinde karar ağaçları sınıflayıcılarını uygulamıĢlardır. Model, 

kanser tespitinde baĢarılı sonuçlar elde etmiĢtir (84). 
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3.MATERYAL VE METOT 

 

Bu çalıĢmanın gerçekleĢtirilmesinde, KahramanmaraĢ Sütçü Ġmam Üniversitesi 

Klinik AraĢtırmalar Etik Kurulu 2018/07-21 sayılı protokolü ile izin onayı alınmıĢtır 

(Ek.2). ÇalıĢmanın verileri KahramanmaraĢ Sütçü Ġmam Üniversitesi Üroloji Servisi‟ne 

gelen renal hücreli karsinom hastalığı teĢhisi konmuĢ 140 hasta ile üroloji servisine 

gelen renal hücreli karsinom dıĢında farklı teĢhis konulmuĢ 140 hastadan oluĢmaktadır. 

Hastaların yaĢ, cinsiyet, hemogram değerleri ve biyokimyasal laboratuar değerleri 

çalıĢmanın veri setini oluĢturmaktadır. ÇalıĢmada renal hücreli karsinomun 

sınıflandırılması tablo 3.1.‟deki değiĢkenlere göre gerçekleĢtirilmiĢtir. 

 

Tablo 3.1. Modeldeki değiĢkenlerin özellikleri 

Öznitelikler DeğiĢken 

tipi 

DeğiĢken 

Açıklaması 

DeğiĢken Rolü 

Renal hücreli karsinom Kategorik Var/ Yok Bağımlı/Hedef 

Cinsiyet Nominal  Erkek/Kadın Bağımsız/Tahminleyici 

Patoloji Nominal  Pozitif/Negatif Bağımsız/Tahminleyici 

YaĢ Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

WBC (Beyaz kan hücresi) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Hb (Hemoglobin) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Hct (Hemotokrit) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

MCV(Ortalama corpuscular hacim) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Nötrofil  Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Lenfosit Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Monosit Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Eozinofil Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Bazofil Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Rbc (Eritrosit kan hücresi) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Platelet Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

PLR Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

MPV (Ortalama trombosit hacmi) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

BUN (Üre azotu) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Kreatinin  Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Sodyum Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

AST (Aspartat aminotransferaz) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

ALT (Alanin aminotransferaz) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Protrombin zamanı Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

INR(international normalized ratio) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

PTT (Parsiyel tromboplastin zamanı) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Potasyum  Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

MCHC (ortalama hemoglobin 

yoğunlugu) 

Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

NLR (nötrofil lenfosit oranı) Numerik Pozitif reel sayı Bağımsız/Tahminleyici 

Glukoz Numerik Pozitif reel sayı Bağımsız/Tahminleyici 
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3.1.Örnek Büyüklüğü 

ÇalıĢmanın örnek büyüklüğünün belirlenmesinde güç analizinden 

yararlanılmıĢtır. Referans çalıĢmalardaki bilgiler eĢliğinde Ortalama±SS 12.7±7.2 ve 

Ortalama±SS 15.7±7.6 değerleri dikkate alınarak tip I hata (alfa) 0.05 düzeyinde, tip II 

hata (beta) 0.20 düzeyinde, 0.80 testin gücünde çalıĢmaya her grup için n:97 birey 

olmak üzere toplam iki grup için n:194 birey alınması gerektiği hesaplanmıĢtır. ġekil 

3.2.‟de güç analizi ile örnek sayısının belirlenmesine iliĢkin bulgular grafikte 

belirtilmiĢtir.  Veri madenciliği çalıĢmalarında çok değiĢkenli istatistiksel yöntemler 

uygulanmaktadır. Sadece güç analizi ile elde edilen örnek sayısı veri madenciliği 

çalıĢmaları için yeterli olmayabilmektedir. Çok değiĢkenli istatistiksel yöntemlerde 

önerilen örnek sayısı modeldeki değiĢken sayısının 5 katı ve üzeri olması yönündedir. 

Farklı kaynaklarda çok değiĢkenli istatistiksel yöntemlerde örneklem sayısının 

hesaplanmasında, değiĢken sayısı 6 ve üzeri olduğu durumlarda n=104+k (k: 

tahminleyici değiĢken sayısı) ve her değiĢken için 10 kat örnek sayısı seçilmesi 

gerektiği belirtilmiĢtir (85, 86). Bu bilgiler eĢliğinde modelde bulunan 28 bağımsız 

tahminleyici değiĢken için önerilen örnek büyüklükleri, değiĢken sayısının 5 katı için 

5x28=140, n=104+k eĢitliği için 104+28=132, değiĢken sayısının 10 katı için 

n=10x28=280, güç analizi için n=194 birey olarak belirlenmiĢtir. ÇalıĢmada önerilen en 

yüksek örnek sayısı n=280 dikkate alınarak 280 bireye ait veriler çalıĢmaya dahil 

edilmiĢtir. 

 

ġekil 3.2. Güç analizine göre gruplar için önerilen örnek büyüklüğü 
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3.2.Modeldeki Verilere Veritabanı Bilgi KeĢfi Sürecinin Uygulanması 

3.2.1.Veri Seçimi 

Veri seti, bir bağımlı değiĢken, 28 bağımsız değiĢken ve hasta veritabanından 

elde edilen toplam 280 hastanın verilerinden oluĢmaktadır. Veri setinde, renal hücreli 

karsinom bağımlı değiĢkeni, hastaların yaĢı, cinsiyeti, patoloji, beyaz kan hücresi, 

hemogobin, hemotokrit, ortalama korpuskuler hacim, nötrofil, lenfosit, monosit 

eozinofil, bazofil, eritrosit kan hücresi, platelet, platelet lenfosit oranı, ortalama 

trombosit hacmi, üre azotu, kreatinin, sodyum, aspartat aminotransferaz, alanin 

aminotransferaz, protrombin zamanı, uluslararası normalleĢtirilmiĢ oran, parsiyel 

tromboplastin zamanı, potasyum, hemoglobin değeri, ortalama hemoglobin yoğunluğu 

miktarı, nötrofil lenfosit oranı ve glukoz değerleri ise bağımsız (tahminleyici) 

değiĢkenleri oluĢturmaktadır. 

 

3.2.2.Veri Ön ĠĢleme 

Veri setindeki değiĢkenlerde aykırı (uç) değer analizi, lokal aykırı faktörü (LOF) 

ile gerçekleĢtirilmiĢtir. Değerlendirme sonucunda uç değerler çalıĢma veri setinden 

çıkarılmıĢtır. Lokal aykırı faktör algoritması verilerin yerel yoğunluklarına bağlı olarak 

her gözlem için kendisine yakın nesnelerin uzaklıklarını ölçeklendirmektedir. Lokal 

aykırı faktör, uç değer ve aykırı gözlemlerin tespitinde kullanılan güçlü bir yöntemdir 

(87, 88). 

 

3.2.3.Veri DönüĢümü  

Veri setinde bulunan nicel değiĢkenler için Z dönüĢümü (standardizasyon) 

uygulanmıĢtır. Z dönüĢümü aĢağıdaki eĢitlikte belirtilmiĢtir. 

  
   

 
 

µ, örneklem için aritmetik ortalamayı ve σ, örneklem için standart sapmayı ifade 

etmektedir. Veri madenciliği çalıĢmalarında sınıflandırma performansına katkısı 

olmayan özellikler çalıĢmadan çıkarılmaktadır. Katkısı olmayan özellikler çalıĢmadan 

çıkarılarak boyut indirgeme iĢlemi gerçekleĢtirilmektedir. Bu iĢlemlere özellik seçimi 

adı verilmektedir. ÇalıĢmada bağımsız değiĢkenlerin veri madenciliği sürecine katkısını 

değerlendirmek üzere özellik seçimi iĢlemi uygulanmıĢtır. Özellik seçimi ve bilgi keĢfi 

sürecinde sınıflandırma performansına katkılarının önemlilikleri yüzde ifadeler ile Ģekil 

3.3.‟te belirtilmiĢtir. Bu değerlere göre “patoloji” değiĢkeninin bilgi keĢfi sürecine 
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katkısı çok düĢük düzeyde ve önemsiz bulunmuĢtur. Bu amaçla “patoloji” değiĢkeni 

çalıĢmadan çıkarılmıĢtır. 

 

ġekil 3.3. Özelliklerin seçimi 

 

3.2.4.Veri Madenciliği  

Renal hücreli karsinomların tahmin edilmesi için veri setine birçok makine 

öğrenme yöntemi uygulanmıĢtır. Uygulanan bu makine öğrenme yöntemlerinin temel 

sınıflayıcı performanslarının yanısıra, topluluk öğrenme yöntemleri içerisindeki 

performansları modelde değerlendirilmiĢtir. Modelde en iyi performansı sağlayan en 

yakın komĢu yöntemi algoritmalarından olan IB1, IBK, Kstar, LWL, karar ağaçları 

algoritmalarından olan REPTree ve Random Forest ve fonksiyon tabanlı 

sınıflayıcılardan SMO sınıflayıcıları uygulanmıĢtır. Sınıflayıcıların hiperparametre 

optimizasyonları gridsearch ve multisearch yöntemleri ile gerçekleĢtirilmiĢtir. 

Sınıflayıcıların parametreleri ve en ideal parametre değerleri tablo 3.2.‟de belirtilmiĢtir. 

Bu yöntemlerde temel sınıflayıcı performanslarının yanısıra bagging, boosting, voting 

ve stacking topluluk yöntemleri içerisindeki performanslarını değerlendirmek üzere 

modele dahil edilmiĢtir. 
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Tablo 3.2. Sınıflayıcılar için parametre optimizasyon değerleri 

Sınıflayıcı Parametre Ġdeal parametre değeri 

IBk K, W, Uzaklık Ölçütü 3, 0, Öklit Uzaklığı 

KStar 

B(KarıĢtırma Parametresi),  

M(Kayıp değer 

parametresi) 

20, Ortalama entropi eğrisi 

LWL 
K, U (Ağırlıklandırma 

Fonksiyonu 

2, Lineer 

Random Forest 
P(Oran), Iterasyon, Özellik 

Sayısı, Maksimum Derinlik 

100, 100, 0(Sınırsız), 

-1(Sınırsız) 

REPTree 

Yapraktaki toplam ağırlık, 

Minimum varyans, 

Maksimum Derinlik 

2, 0.001, -1(Sınırsız)  

SMO 

C (karmaĢıklık 

parametresi), ε, Tolerans 

parametresi 

1, 1e-12, 0.001 

 

3.2.5.Verilerin Değerlendirilmesi ve Yorumlanması  

Veri setinde sınıflayıcıların ve topluluk yöntemlerinin performanslarının 

değerlendirilmesinde 10-katlı çapraz geçerlilik yönteminden yararlanılmıĢtır. 

Sınıflayıcıların ve topluluk yöntemlerinin sınıflandırma performanslarının 

değerlendirilmesinde doğruluk, duyarlılık, özgüllük, AUC (ROC eğrisi altında kalan 

alan) ve kesinlik metrikleri ile değerlendirilmiĢtir. Performans değerlendirmesinde 

kullanılan metriklerin hesaplanması tablo 3.3.‟deki karmaĢıklık matrisindeki bilgiler 

eĢliğinde gerçekleĢtirilmektedir. 

 

Tablo 3.3. KarmaĢıklık Matrisi 

  Referans  

  Pozitif Negatif Toplam 

Tahmin 
Pozitif Doğru Pozitif (DP YanlıĢ Negatif (YN) DP+YN 

Negatif YanlıĢ Pozitif(YP) Doğru Negatif (DN) YP+DN 

 Toplam DP+YP YN+DN DP+YN+YP+DN 
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3.3.Ġstatistiksel Analiz 

 Veri setine bilgi keĢfi süreci uygulanmasında veri madenciliği yöntemlerinden 

IB1, IBK, Kstar, LWL, REPTree ve Random Forest ve SMO sınıflayıcıları 

kullanılmıĢtır. Topluluk öğrenme yöntemlerinden bagging, boosting, voting ve stacking 

yöntemleri farklı sınıflayıcılar ile birlikte uygulanmıĢtır. Stacking topluluk yönteminde 

meta sınıflayıcı olarak “logistic” sınıflayıcıdan yararlanılmıĢtır. Boosting topluluk 

yönteminin uygulanmasında “Adaboost” algoritmasından yararlanılmıĢtır. 

Hiperparametre optimizasyonu için gridsearch ve multisearch algoritmalarından 

yararlanılmıĢtır (89, 90, 91).  Veri setinde bilgi keĢfi sürecinin iĢletilmesinde R 3.6.0 

yazılımı ve Weka 3.9 (Waikato Environmental Knowledge Analysis) açık kaynak kodlu 

yazılımlarından yararlanılmıĢtır (92, 93). 

  Verilerin normal dağılıma uygunluğu Kolmogorov-Smirnov testi ile 

değerlendirilmiĢtir. Normal dağılım gösteren değiĢkenlerde gruplar arasındaki farklılık 

bağımsız örneklerde t testi, homojenlik Levene testi ile değerlendirilmiĢtir. Normal 

dağılım göstermeyen değiĢkenlerde grup karĢılaĢtırmaları için Mann-Whitney U testi 

kullanılmıĢtır. Kategorik değiĢkenler arasındaki frekans dağılımı farkı Pearson‟s Ki-

kare testi ve Fisher kesin Ki-kare testi ile değerlendirilmiĢtir. Ġstatistiksel anlamlılık 

p<0.05 olarak kabul edilmiĢtir. Verilerin değerlendirilmesinde Statistica 13.3 Akademik 

versiyon ve IBM SPSS versiyon 22 programından yararlanılmıĢtır (94, 95). 
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4.BULGULAR 

 

Veri seti, 140 (%50) renal hücreli karsinom hastası ile 140 (%50) renal hücreli 

karsinom olmayan hastaların verilerinden oluĢmaktadır. Grup dağılımları tablo 4.1.‟ de 

belirtilmiĢtir. 

 

Tablo 4.1. Renal hücreli karsinom varlığının dağılımı 

Renal hücreli karsinom Sayı Yüzde (%) 

Var 140 50.0 

Yok 140 50.0 

Toplam 280 100.0 

 

 Cinsiyet değiĢkeni açısından renal hücreli karsinom varlığının dağılımı tablo 

4.2.‟de belirtilmiĢtir. Renal hücreli karsinom hastalığına sahip olan bireylerin % 51.4‟ü 

erkeklerden oluĢmaktadır. Renal hücreli karsinoma sahip kadınların oranı ise % 48.6 

olarak elde edilmiĢtir. Renal hücreli karsinomu olmayan bireylerde erkeklerin oranı % 

59.3 iken kadınların oranı % 40.7 olarak belirlenmiĢtir. Cinsiyet açısından renal hücreli 

karsinom varlığı incelendiğinde dağılımsal bir farklılık saptanmamıĢtır (p=0.186). 

 

Tablo 4.2. Cinsiyet değiĢkeni açısından renal hücreli karsinom varlığının dağılımı 

 

Renal hücreli karsinom  

Var Yok  

Sayı Yüzde (%) Sayı Yüzde (%) p 

Cinsiyet Erkek 72 51.4 83 59.3 
0.186 

Kadın 68 48.6 57 40.7 

 

Renal hücreli karsinom hastalarında ve renal hücreli karsinom olmayan 

hastalarda laboratuar değerlerine iliĢkin karĢılaĢtırma bulguları tablo 4.3.‟te 

belirtilmiĢtir. KarĢılaĢtırma sonuçlarına göre renal hücreli karsinomu olan hastalar ile 

renal hücreli karsinomu olmayan hastalar arasında yaĢ, hemoglobin, monosit, eozinofil, 

PLR, MPV ve INR değiĢkenleri açısından farklılık istatistiksel olarak anlamlı 

bulunmuĢtur (p<0.05). YaĢ, eozinofil, PLR ve INR değerleri renal hücreli karsinomu 

olan hastalarda daha yüksek değerlerde görülürken hemoglobin, monosit ve MPV 

değerleri renal hücreli karsinomu olmayan hastalarda daha yüksek değerlerde olduğu 

gözlemlenmiĢtir. Diğer laboratuar değerleri açısından renal hücreli karsinom hastaları 

ile renal hücreli karsinomu olmayan hastalar arasında istatistiksel olarak farklılık 

saptanmamıĢtır (p>0.05).  
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Tablo 4.3. Laboratuar değerlerinin renal hücreli karsinom var olan ve olmayan hastalara 

göre karĢılaĢtırılması 
 Renal hücreli karsinom  

 

Var Yok  

 ̅±SD  ̅±SD p 

YaĢ 58.61±13.17 46.10±14.53 <0.001 

WBC 7.97±2.57 8.20±2.66 0.452 

HB 13.47±2.42 14.06±2.15 0.033 

HTC 40.97±6.38 41.65±5.50 0.344 

MCV 82.27±12.28 83.15±5.52 0.442 

MCHC 33.10±5.58 33.13±2.68 0.945 

Nötrofil 5.01±2.09 5.28±2.51 0.332 

Lenfosit 2.05±0.76 2.12±0.63 0.435 

Monosit 0.50±0.22 0.56±0.28 0.035 

Eozinofil 0.21±0.20 0.16±0.13 0.018 

Bazofil 0.04±0.06 0.04±0.02 0.824 

RBC 4.81±0.85 5.40±4.55 0.133 

Platelet 284.41±90.42 277.16±77.56 0.472 

NLR 2.58±1.20 2.52±1.38 0.720 

PLR 159.18±86.98 140.99±57.67 0.040 

MPV 9.21±1.28 10.09±0.99 <0.001 

BUN 17.08±9.47 15.51±6.93 0.114 

Kreatinin 0.91±0.63 0.87±0.41 0.527 

Sodyum 141.39±4.78 140.66±3.50 0.147 

Potasyum 4.58±0.60 4.47±0.43 0.076 

AST 22.80±10.96 25.25±9.95 0.051 

ALT 23.53±12.32 24.82±14.83 0.430 

Glukoz 112.73±42.54 109.00±46.19 0.482 

INR 1.04±0.12 0.97±0.10 0.001 

Protrombin Zamanı 12.01±2.84 11.96±0.97 0.860 

APTT 26.41±2.97 27.01±3.17 0.107 

          ̅±SD: Ortalama±Standart Sapma; Bağımsız örneklerde t testi: gruplar arasındaki farklılık 

istatistiksel olarak anlamlıdır (p<0,05) 

 

4.1.Temel Sınıflayıcıların Performanslarının Değerlendirilmesi 

 Renal hücreli karsinomların tahmin edilmesi için bilgi keĢfi sürecinde öncelikle 

sınıflayıcıların topluluk öğrenme yöntemine bağlı olmaksızın bireysel sınıflandırma 

performansları değerlendirilmiĢtir. Modelde çok sayıda sınıflayıcı uygulanmıĢ ve bunlar 

arasından veri setine uygun ve yüksek performans sağlayan sınıflayıcılar modele dahil 

edilmiĢtir. Yedi farklı sınıflayıcının modele dahil edildiği bilgi keĢfi sürecinde IB1, IBk, 

KStar, LWL, Random Forest, REPTree ve SMO sınıflayıcıları uygulanmıĢtır. 

 Tablo 4.4.‟te IB1 sınıflayıcısının renal hücreli karsinomları sınıflandırma 

performansları değerlendirilmiĢtir. IB1 sınıflayıcısının doğruluk değeri 0.847, kesinlik 

değeri 0.851, duyarlılık değeri 0.847, özgüllük değeri 0.892 ve AUC değeri 0.849 

olarak elde edilmiĢtir. IB1 sınıflayıcısı en yüksek performansı özgüllük metriğinde 

sağlamıĢtır. 
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Tablo 4.4. IB1 sınıflayıcısının performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.892 

AUC 0.849 

 

 IBk sınıflayıcısının sınıflandırma performansları tablo 4.5.‟te belirtilmiĢtir. 

Tablodaki bilgilere göre IBk sınıflayıcısının doğruluk değeri 0.847, kesinlik değeri 

0.851, duyarlılık değeri 0.847, özgüllük değeri 0.892 ve AUC değeri 0.849 olarak elde 

edilmiĢtir. IBk, en yüksek performansı özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.5. IBk sınıflayıcısının performanslarının değerlendirilmesi  

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.892 

AUC 0.849 

 

KStar sınıflayıcısının sınıflandırma performansları tablo 4.6.‟da belirtilmiĢtir. 

Tablodaki bilgilere göre KStar sınıflayıcısının doğruluk değeri 0.808, kesinlik değeri, 

0.814 duyarlılık değeri 0.808, özgüllük değeri 0.862 ve AUC değeri 0.932 olarak elde 

edilmiĢtir. KStar sınıflayıcısı en yüksek performansı AUC metriğinde elde etmiĢtir.  

 

Tablo 4.6. KStar sınıflayıcısının performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.808 

Kesinlik 0.814 

Duyarlılık 0.808 

Özgüllük 0.862 

AUC 0.932 

  

LWL sınıflayıcısının sınıflandırma performansları tablo 4.7.‟de belirtilmiĢtir. 

Tablodaki bilgilere göre LWL sınıflayıcısının doğruluk değeri 0.682, kesinlik değeri 

0.684, duyarlılık değeri 0.684, özgüllük değeri 0.671 ve AUC değeri 0.726 olarak elde 

edilmiĢtir. LWL sınıflayıcısı en yüksek performansı AUC metriğinde elde edilmiĢtir. 
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Tablo 4.7. LWL sınıflayıcısının performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.682 

Kesinlik 0.684 

Duyarlılık 0.684 

Özgüllük 0.671 

AUC 0.726 

 

 Random Forest sınıflayıcısının sınıflandırma performansları tablo 4.8.‟de 

belirtilmiĢtir. Tablodaki bilgilere göre Random Forest sınıflayıcısının doğruluk değeri 

0.867, kesinlik değeri, 0.867 duyarlılık değeri, 0.867, özgüllük değeri 0.861 ve AUC 

değeri 0.932 olarak elde edilmiĢtir. Random Forest sınıflayıcısı en yüksek performansı 

AUC metriğinde elde etmiĢtir. 

 

Tablo 4.8. Random Forest sınıflayıcısının performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.867 

Kesinlik 0.867 

Duyarlılık 0.867 

Özgüllük 0.861 

AUC 0.932 

 

REPTree sınıflayıcısının sınıflandırma performanslarına iliĢkin bulgular tablo 

4.9.‟da belirtilmiĢtir. Tablodaki bulgulara göre REPTree sınıflayıcısının doğruluk değeri 

0.706, kesinlik değeri 0.706, duyarlılık değeri 0.706, özgüllük 0.710 ve AUC değeri 

0.729 olarak belirlenmiĢtir. REPTree sınıflayıcısı en yüksek performansı AUC 

metriğinde sağlamıĢtır.  

 

Tablo 4.9. REPTree sınıflayıcısının performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.706 

Kesinlik 0.706 

Duyarlılık 0.706 

Özgüllük 0.710 

AUC 0.729 
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SMO sınıflayıcısının sınıflandırma performanslarına dair bulgular tablo 4.10.‟da 

belirtilmiĢtir. Bulgulara göre SMO sınıflayıcısının doğruluk değeri 0.753, kesinlik 

değeri, 0.753, duyarlılık değeri, 0.753, özgüllük değeri 0.753 ve AUC değeri 0.752 

olarak elde edilmiĢtir. SMO sınıflayıcısı tüm metrikler açısından yaklaĢık olarak benzer 

performans göstermiĢtir. 

 

Tablo 4.10. SMO sınıflayıcısının performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.753 

Kesinlik 0.753 

Duyarlılık 0.753 

Özgüllük 0.753 

AUC 0.752 

 

 

 

 
ġekil 4.1. Temel sınıflayıcıların sınıflandırma performanslarının değerlendirilmesi 

 

Temel sınıflayıcıların performansları karĢılaĢtırıldığında en yüksek doğruluk 

performansını Random Forest sınıflayıcısı sağlamıĢtır. Kesinlik ve duyarlılık metrikleri 

açısından sınıflayıcıların performansları değerlendirildiğinde Random Forest en yüksek 

performans sağlayan sınıflayıcı olmuĢtur. Özgüllük metriği açısından IB1 ve IBk 

sınıflayıcıları en yüksek performansı sağlamıĢtır. AUC değeri açısından en yüksek 

performansı KStar ve Random Forest sınıflayıcısı sağlamaktadır. Temel (bireysel) 

sınıflayıcıların sınıflandırma performanslarına iliĢkin bulgular Ģekil 4.1.‟de 

belirtilmiĢtir. 

 



33 

 

4.2.Boosting Topluluk Öğrenme Yöntemi ile Sınıflayıcıların 

Performanslarının Değerlendirilmesi 

Renal hücreli karsinomların tahmin edilmesine dair bilgi keĢfi sürecinde veri 

setine boosting topluluk öğrenme yöntemleri uygulanmıĢtır. Boosting topluluk öğrenme 

yönteminde modele IB1, IBk, KStar, LWL, Random Forest, REPTree ve SMO 

sınıflayıcıları ayrı ayrı dahil edilmiĢ ve sınıflandırma performansları değerlendirilmiĢtir. 

IB1 sınıflayıcısının boosting topluluk öğrenme yöntemi ile sınıflandırma 

performansına dair bulgular tablo 4.11.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

boosting topluluk öğrenme yönteminde IB1 sınıflayıcısının doğruluk değeri 0.824, 

kesinlik değeri 0.830, duyarlılık değeri 0.824, özgüllük değeri 0.879 ve AUC değeri  

0.855 olarak elde edilmiĢtir. Boosting topluluk öğrenme yönteminde IB1 sınıflayıcısı en 

yüksek performansı özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.11. Boosting topluluk öğrenme yöntemi ile IB1 sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.824 

Kesinlik 0.830 

Duyarlılık 0.824 

Özgüllük 0.879 

AUC 0.855 

 

Tablo 4.12.‟de boosting topluluk öğrenme yöntemi ile IBk sınıflayıcısının 

sınıflandırma performanslarına dair bulgular belirtilmiĢtir. Tablodaki bulgulara göre 

boosting topluluk öğrenme yönteminde IBk sınıflayıcısının doğruluk değeri 0.847, 

kesinlik değeri 0.851, duyarlılık değeri 0.847, özgüllük değeri 0.891 ve AUC değeri 

0.849 olarak elde edilmiĢtir. Boosting topluluk öğrenme yönteminde IBk sınıflayıcısı en 

yüksek performansı özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.12. Boosting topluluk öğrenme yöntemi ile IBk sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.849 
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KStar sınıflayıcısının boosting topluluk öğrenme yöntemi ile sınıflandırma 

performanslarına iliĢkin bulgular tablo 4.13.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

boosting topluluk öğrenme yöntemi ile KStar sınıflayıcısının doğruluk değeri 0.796, 

kesinlik değeri 0.803, duyarlılık değeri 0.796, özgüllük değeri 0.852 ve AUC değeri 

0.831 olarak belirlenmiĢtir. Boosting topluluk öğrenme yöntemi ile KStar sınıflayıcısı 

en yüksek performansı özgüllük metriğinde elde etmiĢtir. 

 

Tablo 4.13. Boosting topluluk öğrenme yöntemi ile KStar sınıflayıcısının    

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.796 

Kesinlik 0.803 

Duyarlılık 0.796 

Özgüllük 0.852 

AUC 0.831 

 

 Tablo 4.14.‟de boosting topluluk öğrenme yöntemi ile LWL sınıflayıcısının 

sınıflandırma performanslarına dair bulgular belirtilmiĢtir. Tablodaki bulgulara göre 

boosting topluluk öğrenme yöntemi ile LWL sınıflayıcısının doğruluk değeri 0.784, 

kesinlik değeri 0.784 duyarlılık değeri 0.784, özgüllük değeri 0.791 ve AUC değeri 

0.847 olarak elde edilmiĢtir. Boosting topluluk öğrenme yöntemi ile LWL sınıflayıcısı 

en yüksek performansı AUC  metriğinde elde etmiĢtir. 

 

Tablo 4.14. Boosting topluluk öğrenme yöntemi ile LWL sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.784 

Kesinlik 0.784 

Duyarlılık 0.784 

Özgüllük 0.791 

AUC 0.847 

 

 Boosting topluluk öğrenme yöntemi ile Random Forest sınıflayıcısının 

sınıflandırma performansına iliĢkin bulgular tablo 4.15.‟de belirtilmiĢtir. Tablodaki 

bulgulara göre boosting topluluk öğrenme yöntemi ile Random Forest sınıflayıcısının 

doğruluk değeri 0.863, kesinlik değeri 0.864, duyarlılık değeri 0.863, özgüllük değeri 

0.845 ve AUC değeri 0.938 olarak elde edilmiĢtir. Random Forest sınıflayıcısı en 

yüksek performansı AUC metriğinde elde etmiĢtir. 
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Tablo 4.15. Boosting topluluk öğrenme yöntemi ile Random Forest sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.863 

Kesinlik 0.864 

Duyarlılık 0.863 

Özgüllük 0.845 

AUC 0.938 

 

 Tablo 4.16.‟da Boosting topluluk öğrenme yönteminde REPTree sınıflayıcısının 

sınıflandırma performansına dair bulgular belirtilmiĢtir. Tablodaki bulgulara göre 

Boosting topluluk öğrenme yönteminde REPTree sınıflayıcısının doğruluk değeri 0.788, 

kesinlik değeri 0.788, duyarlılık değeri 0.788, özgüllük değeri 0.801 ve AUC değeri 

0.878 olarak elde edilmiĢtir. Boosting topluluk öğrenme yönteminde REPTree 

sınıflayıcısı en yüksek performansı AUC metriğinde elde etmiĢtir. 

 

Tablo 4.16. Boosting topluluk öğrenme yöntemi ile REPTree sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.788 

Kesinlik 0.788 

Duyarlılık 0.788 

Özgüllük 0.801 

AUC 0.878 

 

Boosting topluluk öğrenme yönteminde SMO sınıflayıcısının sınıflandırma 

performansına iliĢkin bulgular tablo 4.17.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

boosting topluluk öğrenme yönteminde SMO sınıflayıcısının doğruluk değeri 0.741, 

kesinlik değeri 0.741, duyarlılık değeri 0.741, özgüllük değeri 0.737 ve AUC değeri 

0.782 olarak elde edilmiĢtir. Boosting topluluk öğrenme yönteminde SMO sınıflayıcısı 

en yüksek performansı AUC metriğinde sağlamıĢtır. 

 

Tablo 4.17. Boosting topluluk öğrenme yöntemi ile SMO sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.741 

Kesinlik 0.741 

Duyarlılık 0.741 

Özgüllük 0.737 

AUC 0.782 
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ġekil 4.2. Boosting topluluk öğrenme yöntemlerinde sınıflayıcıların performansları 

 

Boosting topluluk öğrenme yöntemlerinde doğruluk metriğinde en yüksek 

sınıflandırma performansını Random Forest sınıflayıcısı elde etmiĢtir. Kesinlik, 

duyarlılık ve AUC metriklerinde yine en yüksek sınıflandırma performansını Random 

Forest sınıflayıcısı elde etmiĢtir. Özgüllük metriği açısından en yüksek sınıflandırma 

performansını IBk sınıflayıcısı sağlamıĢtır. Boosting topluluk öğrenme yöntemlerinde 

sınıflayıcıların performansları Ģekil 4.2.‟de belirtilmiĢtir. 

 

4.3.Bagging Topluluk Öğrenme Yöntemi ile Sınıflayıcıların 

Performanslarının Değerlendirilmesi 

Bagging topluluk öğrenme yöntemi, veri setine bilgi keĢfi sürecinde 

uygulanmıĢtır. Bagging topluluk öğrenme yönteminde modele dahil edilen IB1, IBk, 

KStar, LWL, Random Forest, REPTree ve SMO sınıflayıcılarının sınıflandırma 

performansları değerlendirilmiĢtir. 

 Bagging topluluk öğrenme yönteminde IB1 sınıflayıcısının sınıflandırma 

performanslarına iliĢkin bulgular tablo 4.18.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

bagging topluluk öğrenme yönteminde IB1 sınıflayıcısının doğruluk değeri 0.843, 

kesinlik değeri 0.847, duyarlılık değeri 0.843, özgüllük değeri 0.884 ve AUC değeri 

0.894 olarak elde edilmiĢtir. IB1 sınıflayıcısı en yüksek performansı AUC metriğinde 

elde etmiĢtir. 
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Tablo 4.18. Bagging topluluk öğrenme yöntemi ile IB1 sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.843 

Kesinlik 0.847 

Duyarlılık 0.843 

Özgüllük 0.884 

AUC 0.894 

 

 Tablo 4.19.‟da bagging topluluk öğrenme yönteminde IBk sınıflayıcısının 

sınıflandırma performansına dair bulgular belirtilmiĢtir. Bagging topluluk öğrenme 

yönteminde IBk sınıflayıcısının doğruluk değeri 0.847, kesinlik değeri 0.849, duyarlılık 

değeri 0.847, özgüllük değeri 0.879 ve AUC değeri 0.893 olarak elde edilmiĢtir. 

Bagging topluluk öğrenme yönteminde IBk sınıflayıcısı en yüksek performansını AUC 

metriğinde elde etmiĢtir. 

 

Tablo 4.19. Bagging topluluk öğrenme yöntemi ile IBk sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.849 

Duyarlılık 0.847 

Özgüllük 0.879 

AUC 0.893 

 

Bagging topluluk öğrenme yönteminde KStar sınıflayıcısının sınıflandırma 

performanslarına iliĢkin bulgular tablo 4.20.‟de belirtilmiĢtir. Bulgulara göre bagging 

topluluk öğrenme yönteminde KStar sınıflayıcısının doğruluk değeri 0.800, kesinlik 

değeri 0.807, duyarlılık değeri 0.800, özgüllük değeri 0.853 ve AUC değeri 0.853 

olarak elde edilmiĢtir. Sınıflayıcı en yüksek performansını özgüllük ve AUC 

metriklerinde elde etmiĢtir. 

 

Tablo 4.20. Bagging topluluk öğrenme yöntemi ile KStar sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.800 

Kesinlik 0.807 

Duyarlılık 0.800 

Özgüllük 0.853 

AUC 0.853 
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Tablo 4.21.‟de bagging topluluk öğrenme yönteminde LWL sınıflayıcısının 

sınıflandırma performanslarına iliĢkin bulgular belirtilmiĢtir. Tablodaki bulgulara göre 

bagging topluluk öğrenme yönteminde LWL sınıflayıcısının doğruluk değeri 0.717, 

kesinlik değeri 0.720, duyarlılık değeri 0.718, özgüllük değeri 0.702 ve AUC değeri 

0.786 olarak elde edilmiĢtir. LWL sınıflayıcısı en yüksek performansı AUC metriğinde 

sağlamıĢtır. 

 

Tablo 4.21. Bagging topluluk öğrenme yöntemi ile LWL sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.717 

Kesinlik 0.720 

Duyarlılık 0.718 

Özgüllük 0.702 

AUC 0.786 

 

Bagging topluluk öğrenme yönteminde Random Forest sınıflayıcısına iliĢkin 

sınıflandırma performansları tablo 4.22.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

Bagging topluluk öğrenme yönteminde Random Forest algoritmasının doğruluk değeri 

0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, özgüllük değeri 0.817 ve AUC 

değeri 0.919 olarak elde edilmiĢtir. Bagging topluluk öğrenme yönteminde Random 

Forest sınıflayıcısı en yüksek performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.22. Bagging topluluk öğrenme yöntemi ile Random Forest sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.817 

AUC 0.919 

 

Tablo 4.23.‟de bagging topluluk öğrenme yönteminde REPTree sınıflayıcısına iliĢkin 

sınıflandırma performansları belirtilmiĢtir. Tablodaki bulgulara göre bagging topluluk 

öğrenme yönteminde REPTree sınıflayıcısının doğruluk değeri 0.757, kesinlik değeri 

0.762, duyarlılık değeri 0.757, özgüllük değeri 0.732 ve AUC değeri 0.832 olarak elde 

edilmiĢtir. REPTree sınıflayıcısı en yüksek performansını AUC metriğinde sağlamıĢtır. 
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Tablo 4.23. Bagging topluluk öğrenme yöntemi ile REPTree sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.757 

Kesinlik 0.762 

Duyarlılık 0.757 

Özgüllük 0.732 

AUC 0.832 

 

Bagging topluluk öğrenme yönteminde SMO sınıflayıcısına iliĢkin sınıflandırma 

performansları tablo 4.24.‟de belirtilmiĢtir. Tablodaki bulgulara göre SMO 

sınıflayıcısının doğruluk değeri 0.737, kesinlik değeri 0.737, duyarlılık değeri 0.737, 

özgüllük değeri 0.739 ve AUC değeri 0.809 olarak elde edilmiĢtir. SMO sınıflayıcısı en 

yüksek performansı AUC metriğinde sağlamıĢtır. 

 

Tablo 4.24. Bagging topluluk öğrenme yöntemi ile SMO sınıflayıcısının 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.737 

Kesinlik 0.737 

Duyarlılık 0.737 

Özgüllük 0.739 

AUC 0.809 

 

Bagging topluluk öğrenme yöntemlerinde doğruluk metriği açısından en yüksek 

sınıflandırma performansı IBk ve Random Forest sınıflayıcısı sağlamıĢtır. Kesinlik 

metriği açısından en yüksek sınıflandırma performansını Random Forest sınıflayıcısı 

sağlamıĢtır. IBk ve Random Forest sınıflayıcıları duyarlılık metriğinde yine en yüksek 

performansı gösteren sınıflayıcılar olduğu gözlemlenmiĢtir. IB1 sınıflayıcısı özgüllük 

metriğinde en yüksek sınıflandırma performansına sahip sınıflayıcı olduğu 

gözlemlenmiĢtir. AUC metriğinde ise en yüksek sınıflandırma performansını Random 

Forest sınıflayıcısı sağlamıĢtır. Bagging topluluk öğrenme yönteminde sınıflayıcıların 

performansları Ģekil 4.3.‟de belirtilmiĢtir. 
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ġekil 4.3. Bagging topluluk öğrenme yönteminde sınıflayıcıların performansları 

 

4.4.Voting Topluluk Öğrenme Yöntemi ile Sınıflayıcıların 

Performanslarının Değerlendirilmesi 

 Voting topluluk öğrenme yönteminde farklı sınıflayıcılardan oluĢan 7 model 

oluĢturulmuĢtur. Model 1, IB1 sınıflayıcısının voting topluluk öğrenme yöntemindeki 

sınıflandırma performansını değerlendirmek üzere oluĢturulmuĢtur. Model 2, IB1 ve 

IBk sınıflayıcılarının birlikte voting topluluk öğrenme yöntemindeki sınıflandırma 

performansını değerlendirmek üzere oluĢturulmuĢtur. Model 3, IB1, IBk ve KStar 

sınıflayıcılarının birlikte voting topluluk öğrenme yöntemindeki sınıflandırma 

performansını değerlendirmek üzere oluĢturulmuĢtur. Model 4, IB1, IBk, KStar ve 

LWL sınıflayıcılarının birlikte voting topluluk öğrenme yöntemindeki sınıflandırma 

performanslarını değerlendirmek üzere oluĢturulmuĢtur. Model 5, IB1, IBk, KStar, 

LWL ve Random Forest sınıflayıcılarının birlikte voting topluluk öğrenme 

yöntemindeki sınıflandırma performanslarını değerlendirmek üzere oluĢturulmuĢtur. 

Model 6, IB1,IBk, KStar, LWL, Random Forest ve REPTree sınıflayıcılarının birlikte 

voting topluluk öğrenme yöntemindeki performanslarını değerlendirmek üzere 

oluĢturulmuĢtur. Model 7, IB1, IBk, KStar, LWL, Random Forest, REPTree ve SMO 

sınıflayıcılarının birlikte voting topluluk öğrenme yöntemindeki performanslarını 

değerlendirmek üzere oluĢturulmuĢtur. 

 Tablo 4.25.‟te voting topluluk öğrenme yönteminde model 1‟in sınıflandırma 

performanslarına iliĢkin bulgular belirtilmiĢtir. Model 1‟in voting topluluk öğrenme 

yöntemindeki doğruluk değeri 0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, 
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özgüllük değeri 0.891 ve AUC değeri 0.849 olarak elde edilmiĢtir. Model 1 en yüksek 

performansı özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.25. Voting topluluk öğrenme yöntemi ile model 1‟in sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.849 

 

Model 2‟nin voting topluluk öğrenme yöntemindeki sınıflandırma 

performanslarına dair bulguları tablo 4.26.‟da belirtilmiĢtir. Bulgulara göre model 2‟nin 

doğruluk değeri 0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, özgüllük değeri 

0.891 ve AUC değeri 0.849 olarak elde edilmiĢtir. Model 2, en yüksek sınıflandırma 

performansını özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.26. Voting topluluk öğrenme yöntemi ile model 2‟nin sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.849 

 

Voting topluluk öğrenme yönteminde model 3‟ün sınıflandırma 

performanslarına iliĢkin bulgular tablo 4.27.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

model 3‟ün doğruluk değeri 0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, 

özgüllük değeri 0.891 ve AUC değeri 0.942 olarak elde edilmiĢtir. Model 3, en yüksek 

sınıflandırma performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.27. Voting topluluk öğrenme yöntemi ile model 3‟ün sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.942 
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Tablo 4.28.‟de voting topluluk öğrenme yönteminde model 4‟ün sınıflandırma 

performanslarına iliĢkin bulgular belirtilmiĢtir. Tablodaki bulgulara göre model 4‟ün 

doğruluk değeri 0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, özgüllük değeri 

0.891 ve AUC değeri 0.922 olarak elde edilmiĢtir. Model 4 en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.28. Voting topluluk öğrenme yöntemi ile model 4‟ün sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.922 

 

Voting topluluk öğrenme yöntemlerinde model 5‟in sınıflandırma 

performanslarına iliĢkin bulgular tablo 4.29.‟da belirtilmiĢtir. Tablodaki bulgulara göre 

Model 5‟in doğruluk değeri 0.854, kesinlik değeri 0.861, duyarlılık değeri 0.855, 

özgüllük değeri 0.907 ve AUC değeri 0.934 olarak elde edilmiĢtir. Model 5 en yüksek 

sınıflandırma performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.29. Voting topluluk öğrenme yöntemi ile model 5‟in sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.854 

Kesinlik 0.861 

Duyarlılık 0.855 

Özgüllük 0.907 

AUC 0.934 

 

Tablo 4.30.‟da voting topluluk öğrenme yönteminde model 6‟nın sınıflandırma 

performanslarına iliĢkin bulgular belirtilmiĢtir. Tablodaki bulgulara göre model 6‟nın 

doğruluk değeri 0.870, kesinlik değeri 0.874, duyarlılık değeri, 0.871, özgüllük değeri 

0.909 ve AUC değeri 0.928 olarak elde edilmiĢtir. Model 6, en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 
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Tablo 4.30. Voting topluluk öğrenme yöntemi ile model 6‟nın sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.870 

Kesinlik 0.874 

Duyarlılık 0.871 

Özgüllük 0.909 

AUC 0.928 

 

Voting topluluk öğrenme yönteminde model 7‟nin sınıflandırma performansına 

iliĢkin bulgular tablo 4.31.‟de belirtilmiĢtir. Tablodaki bulgulara göre model 7‟nin 

doğruluk değeri 0.878, kesinlik değeri 0.881, duyarlılık değeri 0.878, özgüllük değeri 

0.909 ve AUC değeri 0.926 olarak elde edilmiĢtir. Model 7, en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.31. Voting topluluk öğrenme yöntemi ile model 7‟nin sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.878 

Kesinlik 0.881 

Duyarlılık 0.878 

Özgüllük 0.909 

AUC 0.926 

 

 

Voting topluluk öğrenme yönteminde en yüksek doğruluk değeri, en yüksek 

kesinlik değeri, en yüksek duyarlılık değeri ve en yüksek özgüllük değeri model 7 

tarafından sağlanmıĢtır. En yüksek AUC değeri ise model 3‟te elde edilmiĢtir. Model 

performanslarına iliĢkin bulgular Ģekil 4.4.‟te belirtilmiĢtir. 

 

 
ġekil 4.4.Voting topluluk öğrenme yönteminde modellerin sınıflandırma performansları 
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4.5. Stacking Topluluk Öğrenme Yöntemi ile Sınıflayıcıların 

Performanslarının Değerlendirilmesi 

Stacking topluluk öğrenme yönteminde farklı modeller oluĢturularak 

sınıflayıcılar modellere dahil edilmiĢtir. Stacking topluluk öğrenme yönteminde model 

1, IB1 sınıflayıcısının stacking topluluk öğrenme yöntemindeki sınıflandırma 

performansını değerlendirmek üzere oluĢturulmuĢtur. Model 2, IB1 ve IBk 

sınıflayıcılarının birlikte stacking topluluk öğrenme yöntemindeki sınıflandırma 

performansını değerlendirmek üzere oluĢturulmuĢtur. Model 3, IB1, IBk ve KStar 

sınıflayıcılarının birlikte stacking topluluk öğrenme yöntemindeki sınıflandırma 

performansını değerlendirmek üzere oluĢturulmuĢtur. Model 4, IB1, IBk, KStar ve 

LWL sınıflayıcılarının birlikte stacking topluluk öğrenme yöntemindeki sınıflandırma 

performanslarını değerlendirmek üzere oluĢturulmuĢtur. Model 5, IB1, IBk, KStar, 

LWL ve Random Forest sınıflayıcılarının birlikte stacking topluluk öğrenme 

yöntemindeki sınıflandırma performanslarını değerlendirmek üzere oluĢturulmuĢtur. 

Model 6, IB1,IBk, KStar, LWL, Random Forest ve REPTree sınıflayıcılarının birlikte 

stacking topluluk öğrenme yöntemindeki performanslarını değerlendirmek üzere 

oluĢturulmuĢtur. Model 7, IB1, IBk, KStar, LWL, Random Forest, REPTree ve SMO 

sınıflayıcılarının birlikte stacking topluluk öğrenme yöntemindeki performanslarını 

değerlendirmek üzere oluĢturulmuĢtur. Stacking topluluk öğrenme yönteminde 

modeldeki sınıflayıcılardan elde edilen tahminlerden daha güçlü bir tahmin 

geliĢtirilmesi amacıyla “logistic” sınıflayıcısı meta sınıflayıcı olarak belirlenmiĢtir. 

Tablo 4.32.‟de stacking topluluk öğrenme yönteminde model 1‟in sınıflandırma 

performanslarına iliĢkin bulgular belirtilmiĢtir. Model 1‟in sınıflandırma bulgularına 

göre doğruluk değeri 0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, özgüllük 

değeri 0.891 ve AUC değeri 0.835 olarak elde edilmiĢtir. Model 1, en yüksek 

sınıflandırma performansını özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.32. Stacking topluluk öğrenme yöntemi ile model 1‟in sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.835 
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 Stacking topluluk öğrenme yönteminde model 2‟nin sınıflandırma 

performansına iliĢkin bulgular tablo 4.33.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

model 2‟nin doğruluk değeri 0.847, kesinlik değeri 0.851, duyarlılık değeri 0.847, 

özgüllük değeri 0.891 ve AUC değeri 0.835 olarak elde edilmiĢtir. Model 2, en yüksek 

sınıflandırma performansını özgüllük metriğinde sağlamıĢtır. 

 

Tablo 4.33. Stacking topluluk öğrenme yöntemi ile model 2‟nin sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.847 

Kesinlik 0.851 

Duyarlılık 0.847 

Özgüllük 0.891 

AUC 0.835 

 

Tablo 4.34.‟de stacking topluluk öğrenme yönteminde model 3‟ün sınıflandırma 

performansına iliĢkin bulgular belirtilmiĢtir. Tablodaki bulgulara göre model 3‟ün 

doğruluk değeri 0.858, kesinlik değeri 0.860, duyarlılık değeri 0.859, özgüllük değeri 

0.881 ve AUC değeri 0.835 olarak ele edilmiĢtir. Model 3, en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.34. Stacking topluluk öğrenme yöntemi ile model 3‟ün sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.858 

Kesinlik 0.860 

Duyarlılık 0.859 

Özgüllük 0.881 

AUC 0.909 

 

Stacking topluluk öğrenme yönteminde model 4‟ün sınıflandırma performansına 

iliĢkin bulgular tablo 4.35.‟te belirtilmiĢtir. Tablodaki bulgulara göre model 4‟ün 

doğruluk değeri 0.863, kesinlik değeri 0.864, duyarlılık değeri 0.863, özgüllük değeri 

0.883 ve AUC değeri 0.905 olarak elde edilmiĢtir. Model 4, en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 
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Tablo 4.35. Stacking topluluk öğrenme yöntemi ile model 4‟ün sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.863 

Kesinlik 0.864 

Duyarlılık 0.863 

Özgüllük 0.883 

AUC 0.905 

 

Tablo 4.36.‟da stacking topluluk öğrenme yönteminde model 5‟in sınıflandırma 

performansına iliĢkin bulgular belirtilmiĢtir. Tablodaki bulgulara göre Model 5‟in 

doğruluk değeri 0.902, kesinlik değeri 0.902, duyarlılık değeri 0.902, özgüllük değeri 

0.909 ve AUC değeri 0.944 olarak elde edilmiĢtir. Model 5, en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.36. Stacking topluluk öğrenme yöntemi ile model 5‟in sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü  Değer  

Doğruluk 0.902 

Kesinlik 0.902 

Duyarlılık 0.902 

Özgüllük 0.909 

AUC 0.944 

 

 Stacking topluluk öğrenme yönteminde model 6‟nın sınıflandırma 

performanslarına iliĢkin bulgular tablo 4.37.‟de belirtilmiĢtir. Tablodaki bulgulara göre 

stacking topluluk öğrenme yönteminde model 6‟nın doğruluk değeri 0.906, kesinlik 

değeri 0.906, duyarlılık değeri 0.906, özgüllük değeri 0.910 ve AUC değeri 0.944 

olarak elde edilmiĢtir. Model 6, en yüksek sınıflandırma performansını AUC metriğinde 

sağlamıĢtır. 

 

Tablo 4.37. Stacking topluluk öğrenme yöntemi ile model 6‟nın sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü Değer  

Doğruluk 0.906 

Kesinlik 0.906 

Duyarlılık 0.906 

Özgüllük 0.910 

AUC 0.944 
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Tablo 4.38.‟de stacking topluluk öğrenme yönteminde model 7‟nin sınıflandırma 

performansına iliĢkin bulgular belirtilmiĢtir. Tablodaki bulgulara göre model 7‟nin 

doğruluk değeri 0.902, kesinlik değeri 0.902, duyarlılık değeri 0.902, özgüllük değeri 

0.909 ve AUC değeri 0.942 olarak elde edilmiĢtir. Model 7, en yüksek sınıflandırma 

performansını AUC metriğinde sağlamıĢtır. 

 

Tablo 4.38. Stacking topluluk öğrenme yöntemi ile model 7‟nin sınıflandırma 

performanslarının değerlendirilmesi 

Performans ölçütü  Değer  

Doğruluk 0.902 

Kesinlik 0.902 

Duyarlılık 0.902 

Özgüllük 0.909 

AUC 0.942 

 

Stacking topluluk öğrenme yönteminde en yüksek doğruluk değeri, en yüksek 

kesinlik değeri, en yüksek duyarlılık değeri, en yüksek özgüllük değeri model 6‟daki 

sınıflayıcılar tarafından sağlanmıĢtır. AUC metriğinde ise en yüksek performansı model 

5 ve model 6‟daki sınıflayıcılar sağlamıĢtır. Stacking topluluk öğrenme yöntemindeki 

modellerin sınıflandırma performansları Ģekil 4.5.‟te belirtilmiĢtir. 

 

 
ġekil 4.5. Stacking topluluk öğrenme yönteminde modellerin sınıflandırma 

performansları 

 

4.6. Topluluk Öğrenme Yöntemlerinin Sınıflandırma Performanslarının 

Değerlendirilmesi 

 Renal hücreli karsinomların sınıflandırılmasında farklı sınıflayıcılar ve farklı 

topluluk öğrenme yöntemleri uygulanarak en iyi performansı sağlayan model 
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belirlenmesi sağlanmıĢtır. Topluluk öğrenme yöntemlerinin farklı metriklerdeki 

sınıflandırma performansları tablo 4.39.‟da belirtilmiĢtir.  

 

Tablo 4.39. Topluluk öğrenme yöntemlerine iliĢkin sınıflandırma performanslarının 

karĢılaĢtırılması 

  

Performans ölçütleri 

Doğruluk Duyarlılık Kesinlik Özgüllük AUC 

Temel 

sınıflayıcılar 

IB1 0.847 0.851 0.847 0.892 0.849 

IBK 0.847 0.851 0.847 0.892 0.849 

KStar 0.808 0.814 0.808 0.862 0.932 

LWL 0.682 0.684 0.684 0.671 0.726 

REPTree 0.867 0.867 0.867 0.861 0.932 

Random Forest 0.706 0.706 0.706 0.710 0.729 

SMO 0.753 0.753 0.753 0.753 0.752 

Boosting 

topluluk 

öğrenme 

yöntemi 

IB1 0.824 0.830 0.824 0.879 0.855 

IBK 0.847 0.851 0.847 0.891 0.849 

KStar 0.796 0.803 0.796 0.852 0.831 

LWL 0.784 0.784 0.784 0.791 0.847 

REPTree 0.863 0.864 0.863 0.845 0.938 

Random Forest 0.788 0.788 0.788 0.801 0.878 

SMO 0.741 0.741 0.741 0.737 0.782 

Bagging 

topluluk 

öğrenme 

yöntemi 

IB1 0.843 0.847 0.843 0.884 0.894 

IBK 0.847 0.849 0.847 0.879 0.893 

KStar 0.800 0.807 0.800 0.853 0.853 

LWL 0.717 0.720 0.718 0.702 0.786 

REPTree 0.847 0.851 0.847 0.817 0.919 

Random Forest 0.757 0.762 0.757 0.732 0.832 

SMO 0.737 0.737 0.737 0.739 0.809 

Voting 

topluluk 

öğrenme 

yöntemi 

Model 1 0.847 0.851 0.847 0.891 0.849 

Model 2 0.847 0.851 0.847 0.891 0.849 

Model 3 0.847 0.851 0.847 0.891 0.942 

Model 4 0.847 0.851 0.847 0.891 0.922 

Model 5 0.854 0.861 0.855 0.907 0.934 

Model 6 0.870 0.874 0.871 0.909 0.928 

Model 7 0.878 0.881 0.878 0.911 0.926 

Stacking 

topluluk 

öğrenme 

yöntemi 

Model 1 0.847 0.851 0.847 0.891 0.835 

Model 2 0.847 0.851 0.847 0.891 0.835 

Model 3 0.858 0.860 0.859 0.881 0.909 

Model 4 0.863 0.864 0.863 0.883 0.905 

Model 5 0.902 0.902 0.902 0.909 0.944 

Model 6 0.906 0.906 0.906 0.910 0.944 

Model 7 0.902 0.902 0.902 0.909 0.942 

 

Tabloda, IB1, IBk, KStar, LWL, Random Forest, REPTree ve SMO 

sınıflayıcılarının temel sınıflayıcı performansları, boosting topluluk öğrenme 

yöntemindeki performansları ve bagging topluluk öğrenme yöntemindeki 

performanslarının yanısıra voting topluluk öğrenme yönteminde ve stacking topluluk 
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öğrenme yönteminde uygulanan model 1 (IB1), model 2 (IB1+IBk), model 3 

(IB1+IBk+Kstar), model 4 (IB1+IBk+KStar+LWL), model 5 (IB1+IBk+KStar+LWL+ 

Random Forest), model 6 (IB1+IBk+KStar+LWL+ Random Forest +REPTree) ve 

model 7‟nin (IB1+ IBk+ KStar+ LWL+ Random Forest + REPTree+ SMO) farklı 

metriklerdeki performansları ifade edilmiĢtir. 

 

 

ġekil 4.6. Topluluk öğrenme yöntemlerinin sınıflandırma performansları 
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Bulgulara göre doğruluk, duyarlılık, kesinlik, özgüllük ve AUC metriklerinde en 

yüksek performansı stacking topluluk öğrenme yöntemi sağlamıĢtır. Model 6‟da en 

yüksek sınıflandırma performansını sağlayan stacking topluluk öğrenme yöntemi, 0.906 

doğruluk değeri, 0.906 duyarlılık değeri, 0.906 kesinlik değeri, 0.910 özgüllük değeri ve 

0.944 AUC değerlerini elde etmiĢtir. Tüm sınıflayıcı ve topluluk yöntemlerinin 

sınıflandırma performansları Ģekil 4.6.‟da ifade edilmiĢtir. 
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5.TARTIġMA 

 

 Renal hücreli karsinomlar son yıllarda insidansı artıĢ gösteren hastalıklardan 

biridir. Böbrekte gözlenen malignitelerin yaklaĢık % 85‟inden sorumludur (96). 

GeliĢmiĢ görüntüleme sistemleri kullanılarak tanı koyma ve erken teĢhis ile tümör daha 

erken evrelerde tespit edilebilmektedir (97, 98). TeĢhis yöntemlerinin geliĢmesine ve 

kullanımının artmasına karĢın mortalitede istenilen ölçüde azalma sağlanamamıĢtır (99, 

100). Kanser hastalıklarının erken teĢhis edilmesi, tam kür olasılığının artmasına katkı 

sağlamaktadır. Hastanın yaĢam süresinin uzaması ve yaĢam kalitesinin artmasında erken 

teĢhisin katkısı önemlidir. Bu amaçla erken teĢhis için, farkındalık bilincinin artırılması 

ve toplum sağlık taramalarının yaygınlaĢtırılması önerilmektedir (101, 102). Kanser 

hastalıklarının erken teĢhisinde toplum farkındalığının yanısıra teĢhiste kullanılan teknik 

ve cihazların geliĢtirilmesi de önemlidir. Bazı kanser türlerinde erken evrede fiziki 

muayene ve radyolojik görüntülemede kanser geliĢimine iliĢkin belirtiler 

saptanamamaktadır. Bu nedenle kanserin erken teĢhisinde, sadece fiziki muayene, 

biyopsi, hemogram değerleri ve görüntüleme yöntemlerinin yanısıra özel tekniklerde 

kullanılabilmektedir. Bu özelliklerin baĢında son yıllarda sağlık alanında baĢarı ile 

uygulanabilen makine öğrenme yöntemleri ve yapay zeka sistemleri gelmektedir.  

Kanserlerin erken teĢhisinde yapay zeka veya makine öğrenme yöntemlerinin 

uygulandığı çok sayıda araĢtırma mevcuttur (103-106). Makine öğrenme yöntemleri, 

kanser hastalıklarında erken teĢhis için verilerden özelliklerine göre sınıflandırma 

gerçekleĢtirerek, veriler arasındaki örüntüyü öğrenmektedir. Makine öğrenme 

yönteminin örüntüyü öğrenmesi ile yeni gelecek her veri için bir sınıflandırma tahmini 

gerçekleĢtirebilmektedir. Renal hücreli karsinomlarda erken evrelerde kanser nadiren 

fiziki bir belirti göstermektedir (107). Renal hücreli karsinomun ilk dönemlerinde 

radyolojik ve ultrasonografik görüntüleme sistemleri ile gözlenemeyen tümör 

baĢlangıçları olabilmektedir. Bu sebeplerden dolayı renal hücreli karsinomun erken 

evrelerinde teĢhisi için, makine öğrenme yöntemlerinin kullanımı ile yararlı sonuçlar 

sağlanmaktadır. 

 Makine öğrenme yöntemlerinin hastalıkların tahmininde kullanılması son 

yıllarda yaygınlaĢan bir uygulama alanı olmuĢtur. Özellikle kanser hastalıklarının 

tahmininde makine öğrenme yöntemleri sıklıkla kullanılmaktadır (108-111). Makine 

öğrenme yöntemleri kanser hastalıklarının tahmin edilmesinde yüksek performans 
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sağlayabilmektedir. Yapay zeka ve makine öğrenmenin gelecekte hastalıkların 

tahmininde kullanımının artacağına, sağlık alanında birçok noktada yapay zeka 

yöntemlerinden yararlanılacağına dair öngörüler bulunmaktadır (112). Makine öğrenme 

yöntemlerinde hastalıkların sınıflandırılması ve tahmin edilmesinde baĢarılı tahminlerde 

bulunmasının farklı unsurları bulunmaktadır. Veri tabanlarında çok sayıda hastanın 

verilerinin bulunması, bu hastalıkların makine öğrenme yöntemleri ile 

sınıflandırılmasına olanak tanımaktadır. AraĢtırmalarda çoğunlukla toplumda sık 

görülen kanser türleri makine öğrenme yöntemleri ile tahmin edilmektedir. Göğüs 

kanseri, cilt kanseri, akciğer kanseri, prostat kanseri, mide kanseri, kolon kanseri ve 

servikal kanserler toplumda en fazla gözlenen kanser türlerindendir (113). Belirtilen bu 

kanser türlerinde veri kayıtlarının yüksek sayıda olması ve tahminde kullanılan 

değiĢkenlerin modeli iyi açıklaması, makine öğrenme yöntemlerinde sıklıkla bu kanser 

türleri üzerine çalıĢan araĢtırmacılar için tercih sebebi olmuĢtur. Göğüs kanseri, cilt 

kanseri ve akciğer kanseri üzerine makine öğrenme yöntemleri ile tahmin gerçekleĢtiren 

çok sayıda araĢtırma mevcuttur (106, 114-119). Toplumda prevelansı düĢük olan kanser 

türlerine iliĢkin makine öğrenme yöntemi kullanılarak yapılan sınıflandırma ve tahmin 

araĢtırmalarının az sayıda olduğu gözlemlenmiĢtir. Bu durumun temel nedenlerinden 

biride, prevelansı düĢük olan kanser türlerinde yeterli hasta sayısının olmaması ve 

veriye ulaĢamamaktan kaynaklanmaktadır. Makine öğrenme yöntemleri az sayıda 

örnekte, eğitim veri setindeki örüntüyü yeterince öğrenememesinden dolayı, düĢük 

sınıflandırma performansı gösterebilmektedir. 

 Topluluk öğrenme yöntemleri, eğitim veri setini bir sınıflayıcı ile eğitmek yerine 

birden fazla sayıda sınıflayıcıyı modele alarak eğitmektedir. BirleĢtirme aĢamasında, her 

bir sınıflayıcının tahminleri elde edildikten sonra sınıflayıcıların tahminleri 

birleĢtirilmektedir. Tahminlerdeki hata değeri düĢtüğü için, topluluk öğrenmede temel 

sınıflayıcılara göre daha yüksek performans elde edilebilmektedir (26). Toplumda 

görülme prevelansı düĢük olan kanser türlerinin tahmin edilmesinde ve 

sınıflandırılmasında, topluluk öğrenme yöntemleri daha yüksek performans 

sağlayabilmektedir.  

 Bu çalıĢmada topluluk öğrenme yöntemleri kullanılarak renal hücreli 

karsinomun tahmin edilmesi amaçlanmıĢtır. Topluluk öğrenme modeline IB1, IBk, 

KStar, LWL, Random Forest, REPTree, SMO olmak üzere 7 sınıflayıcı dahil edilmiĢtir. 

ÇalıĢmada topluluk öğrenme yöntemlerinin yanısıra temel sınıflayıcıların 

performansları da değerlendirilmiĢtir. Temel sınıflayıcılarda en yüksek performansı 
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REPTree sınıflayıcısı elde etmiĢtir. REPTree sınıflayıcısının doğruluk değeri 0.867 ve 

AUC değeri 0.932 olarak elde edilmiĢtir. Topluluk öğrenme yöntemleri içerisinde en 

yüksek performansı, stacking topluluk öğrenme yöntemlerinde IB1, IBk, KStar, LWL, 

Random Forest ve REPTree sınıflayıcıların topluluğa dahil edildiği model 6 sağlamıĢtır. 

Modelde doğruluk değeri 0.906 ve AUC değeri 0.944 olarak elde edilmiĢtir. Renal 

hücreli karsinomların tahmin edilmesine yönelik yapılan benzer araĢtırmalardaki 

bulgular değerlendirilmiĢtir. Temel sınıflayıcılarda Jagga ve Gupta çalıĢmalarında renal 

hücreli karsinomların sınıflandırılmasında J48, Random Forest, Naive Bayes ve destek 

vektör makinesi sınıflayıcılarından yararlanmıĢtır. Sınıflama sonucuna göre en yüksek 

performansı Random Forest sınıflayıcısı 0.77 doğruluk değeri ile sağlamıĢtır. AUC 

değeri ise 0.80 olarak elde edilmiĢtir (120). Sing ve arkadaĢları papiller renal hücreli 

karsinomların ileri dönem ve geç dönem ilerleme durumlarını tahmin etmek üzere 

Naive Bayes, Random Forest, k- en yakın komĢu sınıflayıcısı ve destek vektör 

makinesini kullanmıĢtır. En yüksek sınıflandırma performansını, Random Forest 

sınıflayıcısı 0.885 değeri ile doğruluk ve 0.804 değeri ile AUC metriklerinde 

sağlamıĢlardır (121). BektaĢ ve arkadaĢları çalıĢmalarında bilgisayarlı tomografiden 

elde ettikleri görüntüleri berrak renal hücreli karsinomların sınıflandırılmasında k-en 

yakın komĢu, Naive bayes, Random Forest, yapay sinir ağları sınıflayıcılarını 

kullanmıĢlardır. En yüksek sınıflandırma performansı doğruluk değeri 0.851 ve AUC 

değeri 0.860 olarak elde etmiĢlerdir (122). Koçak ve arkadaĢları yapay sinir ağları ile 

renal hücreli karsinomlu hastaların tomografi görüntülerini sınıflandırmıĢtır. 

Sınıflandırmada doğruluk değeri 0.692 olarak elde etmiĢlerdir (123). ÇalıĢmamızda elde 

edilen bulgulara göre temel sınıflayıcılarda doğruluk değeri ve AUC değerleri literatüre 

benzerlik göstermektedir. Literatürdeki araĢtırmalarda temel sınıflayıcılarda genellikle 

Random Forest algoritması en yüksek doğruluk değerini sunarken, çalıĢmamızda en 

yüksek doğruluk değerini REPTree sınıflayıcısı sağlamıĢtır. ÇalıĢmamızda stacking 

topluluk öğrenme yönteminde doğruluk değeri 0.906 ve AUC değeri 0.944 olarak elde 

edilmiĢtir. Stacking topluluk öğrenme yöntemi, renal hücreli karsinomların tahmin 

edilmesine yönelik literatürdeki çalıĢmalardan daha yüksek sınıflandırma performansı 

sergilemiĢtir. Stacking topluluk öğrenme yöntemi temel sınıflayıcılara göre daha yüksek 

sınıflandırma performansı göstermiĢtir. 

 Topluluk öğrenme yöntemleri, doğru sınıflayıcılar ve birleĢtirme teknikleri 

kullanıldıkları takdirde oldukça yüksek sınıflandırma performansı sunmaktadır. 

Topluluk öğrenme yöntemleri kanser hastalıklarının tahmininde oldukça baĢarılı 
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sonuçlar elde etmektedir. Mohebian ve arkadaĢları çalıĢmalarında göğüs kanserinin 

tahmin edilmesinde optimize edilmiĢ topluluk öğrenme yöntemini önermiĢlerdir (124). 

Önerdikleri bu modelde destek vektör makinesi, karar ağacı ve çok katmanlı algılayıcı 

sınıflayıcı ile topluluk öğrenme model oluĢturulmuĢtur. Modelin sınıflandırma 

performansı 0.892 doğruluk değerine sahiptir. Hsieh ve arkadaĢları çalıĢmalarında 

göğüs kanserinin tahmini için topluluk öğrenme modelinden yararlanmıĢlardır. Modelde 

neural fuzzy, k-en yakın komĢu algoritması ve kuadratik sınıflayıcılar dahil edilmiĢtir. 

modeldeki topluluk öğrenme yöntemlerinin doğruluk değeri 0.679 olarak elde edilmiĢtir 

(28). Cai ve arkadaĢları çalıĢmalarında akciğer kanserinin sınıflandırılmasında topluluk 

yöntemlerinden yararlanılmıĢtır. ÇalıĢmalarında doğruluk değerini 0.865 olarak elde 

etmiĢlerdir (125). ÇalıĢmamızda stacking topluluk öğrenme yöntemi ile doğruluk değeri 

0.906 ve AUC değeri 0.944 olarak belirlenmiĢtir. Bulgular literatürdeki bulguları 

desteklemek ile birlikte literatürdeki doğruluk değerlerinden daha yüksek bir doğruluk 

değeri içermektedir. Modelimiz oldukça baĢarılı tahminler gerçekleĢtirmiĢtir. 

 Topluluk öğrenme yöntemleri, tek sınıflayıcının tahmin performansından ziyade 

birden fazla sınıflayıcının tahmin performanslarını birleĢtirerek daha yüksek 

performansa sahip sınıflandırma gerçekleĢtirebilecek model oluĢturmayı 

amaçlamaktadır. Veri setine uygun sınıflayıcı ve doğru birleĢtirme teknikleri 

seçildiğinde, sınıflandırma hatasını düĢürmek ve doğruluk performansını artırmak 

mümkündür. ÇalıĢmamızdaki bulgular bu bilgileri doğrular niteliktedir. Temel 

sınıflayıcılar ile elde edilen en yüksek doğruluk değeri 0.867 iken, topluluk öğrenme 

yöntemi ile elde edilen en yüksek doğruluk değer 0.906 olarak elde edilmiĢtir. 

ÇalıĢmanın bulgularında temel sınıflayıcılarda en yüksek tahmin performansı REPTree 

sınıflayıcısında elde edilmiĢtir. REPTree sınıflayıcısında doğruluk değeri, 0.867, 

duyarlılık değeri, 0.867, kesinlik değeri 0.867, özgüllük değeri 0.861 ve AUC değeri 

0.932 olarak elde edilmiĢtir. Bagging topluluk öğrenme yönteminde en yüksek 

sınıflandırma performansı yine REPTree sınıflayıcısı ile elde edilmiĢtir. Boosting 

topluluk öğrenme yönteminde en yüksek sınıflandırma performansını REPTree 

sınıflayıcısı ile sağlanmıĢtır. Voting topluluk öğrenme yönteminde en yüksek 

sınıflandırma performansı Model 7 de elde edilmiĢtir. Model 7‟nin doğruluk değeri 

0.878, AUC değeri 0.926 olarak elde edilmiĢtir. Son olarak stacking topluluk öğrenme 

yönteminde en yüksek sınıflandırma performansı model 6 ile gerçekleĢtirilmiĢtir. Model 

6‟nın doğruluk değeri 0.906, AUC değeri 0.944 olarak elde edilmiĢtir. Bu bilgiler 

eĢliğinde en yüksek sınıflandırma performansını stacking topluluk öğrenme yöntemi 



55 

 

sağlamıĢtır. Stacking topluluk öğrenme yöntemi temel sınıflayıcılara ve diğer topluluk 

öğrenme yöntemlerine göre daha yüksek performans sergilemiĢtir. 

 ÇalıĢmanın temel amacı olan topluluk öğrenme yöntemi ile renal hücreli 

karsinom hastalığı baĢarılı bir Ģekilde tahmin edilmiĢtir. Modelin sınıflandırmadaki 

doğruluk değeri 0.906, duyarlılık değeri 0.906, kesinlik değeri 0.906, özgüllük değeri 

0.910 ve AUC değeri 0.944 olarak elde edilmiĢtir.  

 Renal hücreli karsinomların tahmin edilmesinde güçlü bir topluluk öğrenme 

modeli oluĢturulmuĢtur. OluĢturulan topluluk öğrenme modeli, stacking topluluk 

öğrenme yönteminde IB1, IBk, KStar, LWL, Random Forest ve REPTree 

sınıflayıcıların birleĢtirilmesinden elde edilmiĢtir. 

 Renal hücreli karsinom hastalığının toplumda görülme prevelansının düĢük 

olması nedeniyle araĢtırmacılar bu alanda makine öğrenme yöntemleri ile az sayıda 

çalıĢma gerçekleĢtirmiĢtir. Yapılan az sayıda çalıĢmada ise çoğunlukla renal hücreli 

karsinomlarda gen ekspresyonu ve radyolojik görüntülerin iĢlenmesi üzerine 

uygulanmıĢtır. Az sayıda çalıĢma gerçekleĢtirilmesinin sebeplerinden biri de yeterli 

örnek büyüklüğüne ulaĢamama, laboratuar ve hemogram değerleri ile yüksek 

performansa sahip sınıflandırma gerçekleĢtirilememesidir.  

Bu çalıĢmada laboratuar ve hemogram bulguları ile renal hücreli karsinom 

hastalığı tahmin edilmiĢtir. Sınıflandırmada yüksek performans sağlanmıĢtır. Renal 

hücreli karsinomların tahmin edilmesinde stacking topluluk öğrenme yöntemini 

uygulayan literatür bilgisine rastlanmamıĢtır. ÇalıĢma, bu anlamda bilime büyük katkı 

ve yenilik katacaktır.  IB1, IBk, KStar, LWL, Random Forest ve REPTree 

sınıflayıcılarının stacking topluluk öğrenme yöntemi ile oluĢturulan modelin yüksek 

sınıflama performansına sahip olduğu gözlemlenmiĢtir. Bu modelin farklı veri 

setlerinde uygulanması yüksek sınıflama performansı sağlanmasında önemli katkı 

sağlayacaktır.  
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6.SONUÇ VE ÖNERĠLER 

 
ÇalıĢmada topluluk öğrenme yöntemleri kullanılarak renal hücreli karsinom 

hastalığı tahmin edilmiĢtir. Modelde bagging topluluk öğrenme yöntemi, boosting 

topluluk öğrenme yöntemi, voting topluluk öğrenme yöntemi ve stacking topluluk 

öğrenme yönteminin yanısıra temel sınıflayıcıların performanslarıda değerlendirilmiĢtir. 

Topluluk yöntemi ve sınıflayıcıların performansları doğruluk, duyarlılık, kesinlik, 

özgüllük ve AUC metriklerinde değerlendirilmiĢtir.  

En yüksek sınıflandırma performansını stacking topluluk öğrenme yönteminde 

IB1, IBk, Kstar, LWL, Random Forest ve REPTree sınıflayıcılarından oluĢan model 

sağlamıĢtır. Stacking topluluk öğrenme yöntemi renal hücreli karsinomları baĢarılı bir 

Ģekilde tahmin etmiĢtir. Stacking topluluk öğrenme yöntemi ile sınıflandırmada  % 90.6 

doğruluk, % 94.4 oranında da AUC değerleri elde edilmiĢtir.   

Topluluk öğrenme yöntemleri renal hücreli karsinomları tahmin etmede temel 

sınıflayıcılara göre daha yüksek performans elde etmektedir. Stacking topluluk öğrenme 

yöntemleri, boosting topluluk öğrenme yöntemi ve bagging topluluk öğrenme 

yöntemlerinden daha yüksek sınıflandırma performansı sağlamıĢtır. Bagging topluluk 

öğrenme yöntemi ve boosting topluluk öğrenme yöntemleri birbirlerine yakın 

sınıflandırma performansı sağlamıĢtır.  

Stacking topluluk öğrenme yöntemi, laboratuar ve hemogram değerlerini içeren 

değiĢkenlerde baĢarılı tahminler gerçekleĢtirebilmektedir. Stacking topluluk öğrenme 

yöntemi ile yapılacak çalıĢmalarda sınıflandırma performansının artırılması adına 

modele çok sayıda tahminci değiĢken alınması önerilmektedir. Stacking topluluk 

öğrenme yönteminde meta sınıflayıcının seçimi, sınıflandırma performansını önemli 

derecede etkilemektedir. Veri setine ve modele uygun meta sınıflayıcının seçilmesi 

önerilmektedir. Topluluk öğrenme yöntemlerinde veri setindeki örnek sayısının yeterli 

sayıda olması, sınıflandırma performansı için önemlidir. Topluluk öğrenme yöntemleri 

ile yapılacak araĢtırmalarda veri setinde yeterli sayıda örneğin modele dahil edilmesi 

önerilmektedir. 

Topluluk öğrenme yöntemlerinin geliĢtirilmesi ve daha yüksek performans ile 

sınıflandırma gerçekleĢtirebilecek yöntemler üzerine yapılacak araĢtırmalarda, farklı 

sınıflayıcıları modele dahil eden, birleĢtirme tekniğinde sınıflayıcıların entropilerini 

dikkate alan ve ağırlıklı birleĢtirme tekniğini esas alan, modelde karar ağacı tabanlı 

sınıflayıcılara yer veren yeni yöntemler üzerinde çalıĢılması önerilmektedir. 
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