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OZET

Siniflandirma Problemlerinde Topluluk Ogrenme Yontemlerinin Incelenmesi ve

Kiiciik Hiicreli Dis1 Akciger Kanseri Verileri Uzerine Bir Uygulamasi

Amacg: Bu calismanin amaci, yapay zekdya dayali topluluk 6grenme
yontemlerinin tipta kullanilabilirligini aragtirilmak ve gelistirmektir. KHDAK 6lim
durumunu smiflandirmak i¢in ¢esitli klinik degiskenleri igeren veri seti kullanilarak,
KHDAK degiskeni; yanit/cikti/hedef ve veri setinde yer alan 6lgiimler ile diger faktorler
aciklayici/tahminleyici/bagimsiz ~ degiskenler olmak {izere, topluluk 6grenme
yontemlerinin KHDAK degiskenini siniflandirmadaki performansi incelenecek ve en iyi

model belirlenecektir.

Materyal ve Metot: Bu galisma, adresli agik kaynak erisimli web sitesinde yer
alan KHDAK hastalart 6liim durumunu smiflandirmak igin ¢esitli klinik degiskenleri
iceren veri setini kullanarak yapilmistir. Veri seti toplam 181 inoperabl evre I-11IB
KHDAK hasta kaydin1 icermektedir. Veri setinin yaklasik % 55.2'si radyoterapi yada
kemoterapi alan hastalardan olusurken % 44.8'i radikal tedavi goren hastalardan
olusmaktadir. Makine 6grenme yontemlerinden olan SMO, K-NN, random forest ve
XGBoost gibi bireysel smiflandiricilar ve performanslart ile topluluk 6grenme

yontemlerinden voting, bagging, boosting ve stacking yontemleri kullanilmistir.

Bulgular: Genel degerlendirmeye gore dogruluk, duyarlilik, kesinlik, 6zgiillik ve
ROC egrisi altinda kalan alan metriklerinde en yiiksek performansi boosting topluluk
O0grenme yontemi saglamistir. XGBoost ile en yiiksek smiflandirma performansini
saglayan boosting topluluk 6grenme yontemi 0.982 dogruluk degeri, 0.971 duyarlilik
degeri, 0.989 kesinlik degeri, 0.989 6zgiilliikk degeri ve 0.998 ROC egrisi altinda kalan

alan degerlerini elde etmistir.

Sonug: Temel siniflandiricilara gore topluluk 6grenme siniflandiricilart KHDAK
6lim durumunu smiflandirmada daha iyi sonuglar vermistir. Prevelans: yiiksek kanser
hastaliklilarinda, simiflandirma problemleri i¢in topluluk 068renme yontemlerinin

kullanilmas1 basarili sonuglarin elde edilmesi agisindan onerilmektedir.

Anahtar Kelimeler: KHDAK, Makine Ogrenme Y6ntemleri, Siniflandiricilar,

Topluluk Ogrenme Yontemleri.

Vi



ABSTRACT

Examination of Ensemble Learning Methods in Classification Problems and An
Application on Non-Small Cell Lung Cancer Data

Aim: The aim of this study is to investigate and improve the usability of Al -based
community learning methods in medicine. Using the data set including various clinical
variables to classify NSCLC death status, NSCLC variable; The performance of ensemble
learning methods in classifying NSCLC variable will be examined, and the best model

will be determined.

Material and Methods: This study was conducted using the data set containing
various clinical variables to classify the death status of NSCLC patients on the addressed
open source website. The data set includes a total of 181 inoperable stage I-111B NSCLC
patients. Approximately 55.2 % of the data set consisted of patients receiving
radiotherapy or chemotherapy, while 44.8 % consisted of patients receiving radical
treatment. Individual classifiers such as SMO, K-NN, random forest and XGBoost, which
are machine learning methods, and their performances, and voting, bagging, boosting and

stacking methods from ensemble learning methods were used.

Results: According to the general evaluation, the boosting ensemble learning
method provided the highest performance in the metrics of accuracy, sensitivity,
precision, specificity and the area under the ROC curve. The boosting ensemble learning
method, which provides the highest classification performance with XGBoost, achieved
0.982 accuracy value, 0.971 sensitivity value, 0.989 precision value, 0.989 specificity
value and 0.998 ROC curve.

Conclusion: Ensemble learning classifiers gave better results in classifying
NSCLC mortality according to the basic classifiers. It is recommended to use ensemble
learning methods for classification problems in cancer patients with high prevalence in

order to achieve successful results.

Key Words: NSCLC, Machine Learning Methods, Classifiers, Ensemble
Learning Methods.
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1. GIRIS

Akciger kanseri, tiim diinyada oldugu gibi iilkemizde de en sik goriilen kanser
tiirlerinin baginda yer almaktadir. Ozellikle sigara kullanimina bagl olarak erkeklerde ve
kadinlarda hastaligin ortaya ¢ikmasi giinden giine artmaktadir (1). Sigara ve pasif sigara
maruziyeti, hava kirliligi, cinsiyet, mesleki nedenler, genetik faktorler, kronik akciger
rahatsizliklar1 ve radyoterapi baslica risk faktorleridir. Dinya Saglik Orgiitiiniin (DSO)
2004 siniflamasinda, "malign epitelyal tiimorler" bashigi altinda sekiz ayri tiimor
kategorisi ve ¢ok sayida varyant bulunmaktadir. Tedavi ve prognoz agisindan akciger
kanseri, kucuk hicreli (KHAK) ve kiigiik hiicreli dis1 akciger kanseri (KHDAK) olarak
smiflandirilir. Kiigiik hiicreli akciger kanseri radyoterapi yada kemoterapi ile tedavi
edilirken KHDAK tedavisi cerrahi midahaledir. KHDAK vakalarinda, yas, cinsiyet, kilo
kaybi, performans durumu, tiimor evresi gibi etkenler baslica prognostik faktorlerdir.
Ozellikle cerrahi miidahale uygulanan hastalarda 5 yillik sag kalim orani evre IA igin %
67, evre 1A icin % 55, evre I11A icin % 23 olarak bilinmektedir. Evre 111B olgularda ise
bu oran sadece % 3-7'dir (2).

Akciger kanserinde tiimor tanisinin konulmasi ve evrelendirilmesi igin pozitron
emisyon tomografisi (PET), manyetik rezonans (MR) ve spiral toraks tomografi (Toraks-
BT) kullanilan gorintileme yontemleridir (3). KHDAK tanisi, olgularin ¢ogunda ileri
evrelerde konmaktadir. Belirtiler tiimoriin biiyiimesine bagli oldugu kadar, metastatik
hastaliga veya non- metastatik paraneoplastik sendromlara da bagli olabilir (4). Ayrica
genomik ve proteomikten tiiretilmis fakat bunlarla sinirli olmayan yeni prognostik
parametrelerin arastirilmas1 da gerekmektedir. Proteinler de igeren biyobelirteglerin
analizi hizli bir sekilde gelismektedir ve normal biyolojik stireclerin, patojenik streclerin
veya terapotik bir miidahaleye farmakolojik yanitlarin  6ngorilmesine veya
tanimlanmasina izin verir. Onkoproteinler tumor hucreleri tarafindan veya varliklarina
yanit olarak iiretilir ve kanser hastalarinin kan dolagimina salinabilir. Akciger kanseri
hastalarinda doku 6rneklemesi genellikle miimkiin olmadigindan, venipunktur ile kan
Ornegi toplanmasi, giivenli ve uygulanmasi kolay alternatif bir ydntemdir. Hastadan
aliman kan biyobelirtecleri, tiimdr gevresindeki farkliliklari yansitir. Ayrica hastalik
prognozu ve tedaviye yanit ile baglantilidir (5). Kanserin patolojik tanisinda

bronskoskopi, transtorasik igne aspirasyonu ve balgam sitolojisi gibi primer tumore



yonelik yontemler kullanildig1 gibi torasentez, kapali plevra biyopsisi, torakoskopi, lenf
bezi ve cilt biyopsisi gibi metastaz bolgesine y0Onelik yontemler de kullanilir (6).
KHDAK evrelemesinde timorin o6zellikleri, lenf nodu ve metastaz (TNM) sistemi
kullanilmaktadir. T primer timord, N bolgesel lenf bezlerini ve M uzak metastazi

tanimlar. TNM simiflamasina gore evreleme tablo 1.1'de verilmistir (7).

Tablo 1.1. TNM Siniflamasina Gore KHDAK Evrelemesi (7).

EVRE O TisNOMO

EVRE IA TINOMO

EVRE IB T2NOMO

EVRE IIA TINIMO

EVRE IIB T2N1MO
T3INOMO

EVRE IITA T3IN1IMO
T1-3N2MO

EVRE IIIB T4NO0-3MO
T1-4N3MO

EVRE IV Herhangi bir T M1
Herhangi bir N M1

KHDAK hastalar igin tan1 veya tedavi gecikmeleri dnemli bir sorundur. Ozellikle
bu gecikmelerin timor evresi ve prognoza ciddi etkisi oldugu bilinmektedir (2). KHDAK
hastalar1 i¢in ¢ok faktorlii karara dayali radyasyon onkolojisi yoluyla gelistirilmis karar
destek sistemleri, yapay zeka ve makine 6grenme algoritmalar1 sayesinde, dogru tedavi
yontemleri belirlenerek kisiye 6zel bir tedavi sureci olusturur. Boylece hastaya asirt yada
gereginden az tedaviden sakinilmis olunur (5). Makine 6grenme yontemleri, hastaliklarin
teshisinde ve klinik karar destek sistemlerinde son yillarda kullanilan veri madenciligi
yontemlerindendir. Istatistik analiz yontemleri ve yapay zeka algoritmalarinin birlikte
kullanilarak veri icerisindeki gizli bilgilerin agiga ¢ikarilmasi ve verinin nitelikli bilgiye
doniistiirtilmesi sirecidir (8). Glnlimizde birgok saglik alaninda kullanilan bu yontemler,
veri tabanlarinda gizli kalmig oriintiilerin otomatik olarak elde edilmesi ve veri analiz

stirecinin verimliligine 6nem vermektedir (9).

Birgok arastirici, veri madenciligi yontemlerini; veriden tabanindan bilgi bulma
kesfi (VTBK) olarak da tamimlamaktadir. VTBK, Dbelirli  stregler ile
basamaklandirilmistir. Bu bilgi kesfi siiregleri asagidaki gibidir:



1) Veri Temizleme (Data Cleaning): Verilerin gereksizlikten ve tutarsizliktan

temizlenmesi sirecidir.

2) Veri Entegrasyonu (Data Integration): Biiyiik miktarlardaki verilerin birlestirilmesi
islemidir.

3) Veri Secimi (Data Selection): Bu siiregte veri ambarlarindan amaca uygun veriler

alinir.

4) Veri Doniistirme (Data Transformation): Verilerin analiz edilebilecek ve

Ozetlenebilecek forma doniistiiriildiigii siirectir.

5) Veri Madenciligi (Data Mining): Veri temizleme ve 6nislemden gecen verilere, veri
madenciligi yontemlerinin uygulanmasidir. Bu yontemler: kiimeleme, siniflama,

iligkilendirme, vb. olarak siralanabilir.

6) Veriye Kalip Bigmek (Data Pattern Evaluation): Veriye ¢esitli 6l¢iim ve dogru

yaklasimlarla yeni bir deger bigmek olarak tanimlanabilir.

7) Bilgi Kesfi (Knowladge Discovery): Bu siire¢, arastirmacinin kullanacagi tutarl

verilerin kesfi siirecidir (10).

Veri [ De,ﬁ,{irlendlrme ]
Madenciligi

'
P 1
t 1
> I I 1
A . Déoniigtiiriilmiis 1 1
Veri 1 On 1slenmisg 1 Veri
4 | Veri 1 I |
Hedef 1 1
- 1 1

1 Veri
1 1 | |
1 =Y

Sekil 1.1. Veri Madenciligi Bilgi Kesfi Strecleri (10).

Istatistiksel makine dgrenme algoritmasi, veri madenciliginin temel gérevinden
olan Oriintii tanima ve veri kiimelerinden iyi modeller olusturmak i¢in tasarlanmig
islemler bitiiniidiir (11). Gelistirilen istatistiksel yontemlerden biri olan topluluk

O0grenme, bir optimal tahmin modelini iiretmek i¢in birka¢ temel modeli birlestiren



algoritmadir (12). Benzer istatistiksel makine 6grenme algoritmalari i¢in ¢ok ¢esitli
uygulamalar ve bir algoritma belirli bir probleme uygulandiginda degerlendirilmesi
gereken cesitli performans Glgiimleri vardir. Performans 6l¢timlerinin karsilastirilmasi,
lojistik regresyon, naive bayes (NB) siniflandirici, K- En Yakin Komsu (K-NN), Karar
Agaglari ve Destek Vektor Makineleri (SVM) gibi temel makine 06grenme
algoritmalartyla yapilir (13). Istatistiksel makine 6grenmede veri seti, genellikle 6zellik
vektorlerinden olusur; burada her 6zellik vektorii, bir 6zellik seti kullanarak her bir
nesneyi aciklamaktadir. Ornegin, Sekil 1.2'de gosterilen sentetik (ic Gauss verisine
bakildiginda, her bir nesne, x ve y koordinatinda tanimli 6zelliklerine gore sekillenen bir
veri noktasidir. Bir veri kiimesinin 6zelliklerinin sayisina boyut veya boyutluluk denir;
ornegin, sekil 1.2'deki veri setinin boyutsallig1 tigtiir. Veri setinden model Gretme siirecine
O0grenme yada egitim denilmektedir. Tiirlerine gore en yaygin kullanilan 6grenme
yontemleri, denetimli ve denetimsiz Ogrenmedir. Denetimli &grenmede amag,
gorilmeyen yada belli olmayan durumlarda, bir hedef 6zelliginin degerini tahmin
etmektir. Denetimli 6grenmede dgrenilen modele kestirici denir. Ornegin, ii¢ Gauss Veri
noktasinin seklini tahmin etmek istiyorsak, "capraz" ve "daire" etiketleri olarak adlandirir
ve etiket bilgilerinin bilinmedigi bir 6rnegin etiketini tahmin ederiz. Eger etiket (label)
bilgisi kategorik olgekte veri ise siniflama, sayisal 6lgekte veri ise regresyon algoritmasi
kullanilmaktadir. Her iki durumda da, egitim siireci etiket bilgisini i¢eren veri setleri
lizerinden yiiriitiliir. Denetimsiz 6grenme yoOntemleri etiket bilgisine dayanmaz.
Denetimsiz &grenmede amag veri yapisindaki gizli bilgileri kesfetmektir. Ornegin
denetimsiz 0grenme yontemlerinden kiimeleme yontemi, verilerin benzer 6zelliklerine

gore bir araya gelmesini saglamaktadir (14).

Sekil 1.2. Sentetik Ug Gauss Verisi (14).



Modellerin performansini degerlendirmek ve tahmin etmek, daha sonra
kullanicinin bir modelin kabul edilebilir olup olmadigina karar vermesine veya bir dizi
aday arasindan en uygun modeli segmesine izin vermek igin, modelin genelleme hatasi
ya da kestirim hatasina bakmak gereklidir. Ancak genelleme hatasini dogrudan tahmin
etmek miimkiin olmadigindan etiket bilgisinin dogru bilindigi test verileri iizerinden
tahminler yapilarak, test hatasinin genelleme hatasi olarak kabul edilmesi saglanir. Bu
islem siirecine test (testing) siireci denir. Test siirecinden dnce, 6grenilmis bir modelin
genellikle parametreleri ayarlama gibi yapilandirilmasi gerekir ve bu islem ayn1 zamanda
O0grenme performansini degerlendirmek i¢in bilinen temel dogruluk etiketleriyle verilerin
kullanimini igerir; Buna dogrulama (validation) denir ve veriler dogrulama verileridir.
Genel olarak, test verileri egitim ve dogrulama verileri ile 6rtiismemelidir; aksi takdirde,
model performans: asir1 iyimser olabilir (14). Makine 06grenme modellerini
degerlendirmek i¢in kullanilan diger yaygin performans olciitleri 6zgiilliik, duyarlilik,

kesinlik, ROC egrisi, vs.'dir (11).

Bu calismanin amaci, yapay zekaya dayali topluluk 6grenme yontemlerinin tipta
kullanilabilirligini  arastirilmak ve gelistirmektir. KHDAK 6lim  durumunu
siniflandirmak i¢in ¢esitli klinik degiskenleri iceren veri seti kullanilarak, KHDAK
degiskeni; yanit/cikti/hedef ve veri setinde yer alan Olgiimler ile diger faktorler
aciklayici/tahminleyici/bagimsiz ~ degiskenler olmak {izere, topluluk Ogrenme
yontemlerinin KHDAK degiskenini siniflandirmadaki performansi incelenecek ve en iyi

model belirlenecektir.



2. GENEL BIiLGILER

2.1. Topluluk Ogrenme (Ensemble Learning)

Bu tez ¢alismasinda, performans Olgiitlerini degerlendirmek, karsilastirmak ve
optimize etmek i¢in topluluk 6grenme algoritmalar1 kullanilmistir. Birgok farkli model
algoritmasi kullanarak tahmin tireten bu yontemin son yillarda veri madenciligi ve yapay
zeka alaninda yapilan caligmalarda genis bir uygulama alanmin olmasi, siklikla
basvurulan bir yontem olarak kullanimini artirmaktadir (15). Dogrulugu artirip varyansi
azaltmak i¢in gelistirilen topluluk 6grenme algoritmalari, 6zellik ¢ikarimi, giiven tahmini,
hata duzeltme, dengesiz veriler ve duragan olmayan dagilimlarda sapmay1 6grenme gibi
cesitli makine 6grenme sistemlerinde basarili sonuglar vermektedir. Topluluk 6grenme,
coklu modelleri birlestirme yontemidir ve tipik olarak modelin kestirim performansini
gelistirerek verilecek karara olan giiveni artirmaktadir (16). Topluluk O6grenme
yontemlerinde ilk olarak veri seti, egitim asamasinda bir dizi model olusturmak i¢in
kullanilir (17). Topluluk sistemlerinin gelistirilmesi i¢in 6nem arz eden bu agsamada, farkli
hatalar 6grenilir. Ciinkii topluluk siniflandiricilarinin  benzer sonuglar tiiretmesi,
smiflandiricilarin birlestirilmesine anlamli bir etki yapmaz (16). Ayirma fonksiyonu, bu
asamada modellerin ne kadar egitim verisi ile ¢calistigini belirler. Yani bu siirecte, modelin
biitlin bir egitim veri setiyle mi yoksa egitim veri setinin farkli alt kiimeleriyle mi
calisacagini belirlenir. Ideal topluluk dgrenme ydntemleri cesitli modellere sahip olsa
bile, ayirma fonksiyonu elde edilen bilgileri kararli hale getirmek icin girdi verilerini
yapay olarak degistirerek ¢esitliligi artirmaktadir (18). Topluluk siniflayicilarin egitimi
icin ¢ok sayida algoritma gelistirilmistir. Torbalama (bagging), artirma (boosting),
oylama (voting) ve istifleme (stacking) algoritmalar1 bilinen en yaygin yaklagimlardir.
Ayirma fonksiyonu ile kullanilan bu tiirden farkli yaklasimlar, topluluk sistemlerinin
gelisimine katki sunmustur. Ornegin egitim veri setinin bootstrapp yontemiyle tekrarli
olarak egitilmesi, "bagging" yonteminin gelismesine sebep olmustur. Benzer sekilde, her
smiflandiriciy1 egitmek igin veri setinin farkli alt kiimelerinin kullanimi, rastgele alt uzay
metodu (random subspace methods) yonteminin gelismesine katki sunmustur. Cesitliligin
olmamasi, model performansini olumsuz etkilese bile topluluk sistemlerinin dogrulugu
ile dogrudan bir iliskisi bulunamamistir. Onemli olan topluluk smiflandirici sonuglarmin
bagimsiz ve negatif yonlii korelasyona sahip olmasidir (17). Siniflayicilar genelde diisiik

biasta ve yiiksek varyansa sahiptirler. Varyansin diismesini saglayan etkiyi ise ortalama

6



parametresi yapmaktadir. Siniflandirma hatasinin yanlilik (bias) ve varyans olmak iizere
iki temel bileseni vardir. Topluluk 6grenme yoOntemleri, sabit yanliliga sahip birkag
siniflandiric1 olusturarak ortalamalar ile ortalamalarin varyansinmi diisiirecek sonuglari

birlestirecektir (16). Cesitlilik ve dogruluk iliskisi sekil 2.1'de verilmitir.

Dusuk Dogruluk/Yuksek Cesitlilik

Yiuksek Dogruluk,/DlslUk Cesitlilik

Cesitlilik

Dogrululk
Sekil 2.1. Cesitlilik ve Dogruluk Iliskisi

Yanlilik modelin problem ¢dziimiinii icermedigini gosterir. Modelin zay1f kaldig1
bu duruma eksik 6grenme (underfitting) denir. Yiiksek yanliliga sahip bir modelin, egitim
verisini eksik 6grenme olasiligl ¢ogu zaman yiiksek ¢ikar (18, 19). Yanlilik, arastirmanin
herhangi bir asamasinda (planlama, veri derleme, analiz ve rapor yazimi), ya da herhangi
bir asamanin herhangi bir igsleminde ortaya ¢ikabilecek ve arastirma sonucunu gergek
durumundan (dogruluktan) saptirabilecek sistematik islemler olarak tanimlanabilir.
Yanlilik 6rnekleme degiskenligi disindaki nedenlere bagl olarak ortaya ¢iktigindan,
ornek hacmi artirilsa bile ortadan kalkmaz. Model varsayimlarinin gecgerliligi ve
rastgelelik ile yanlilik azaltilabilir. Varyans genelde rastgele hatalardan
kaynaklanmaktadir. Onceden bilinmeyen, arastirma siirecinde ortaya ¢ikabilen hatalar
olarak tanimlanabilir (20). Varyans, modelin tahmin ettigi verilerin, gergek veriler
etrafinda nasil sacildigini olger. Eger varyans yiiksek ise model fazla geneldir, buna asir1
ogrenme (overfitting) denir (19). Ornek biiyiikliigiiniin artirilmasi, kullanilan yontemin
iyilestirilmesi ve uygun analiz yontemlerinin kullanilmasi varyansi azaltabilir (20).
Siiflandirma performansini 6nemli Olc¢lide artiran diger bir islem birlestirme
algoritmasinin se¢imidir. Smiflayicilar i¢in en uygun farkli birlestirme yontemleri vardir.
Torbalama (bagging), artirma (boosting), oylama (voting) ve istifleme (stacking) topluluk

ogrenme yontemleri bunlardandir (14, 16, 21).



2.2. Tarihsel Gelisimi

Topluluk 6grenme yonteminin klinik ¢alismalarda siiflandirma igin kullanimu,
makine 6grenme yontemlerinin klinik galismalarda kullanilmaya baslamasi ile ortaya
cikmistir. Topluluk 6grenme yontemlerinin yakin zamanda ortaya ¢ikmasi ve etkili bir
yontem olmasi, halen giincelligini korumasini saglamaktadir. Topluluk 6grenme
yontemlerinin temeli, Sheela ve Dasarat 1979'da 6zellik uzaymi ¢oklu siniflandirici
kullanarak bolmesine dayanir (22). Wittner ve Denker 1988'de ¢ok katmanli sinir aglarini

tartisarak, siniflandirma stratejilerini arastirdilar (23).

1990 yilinda Schapire, yapmis oldugu bir ¢alismasinda "boosting" adin1 verdigi
yontemle topluluk smiflandiricilarindan elde edilen hatanin tek bir siniflandiricidan elde
edilen hatadan daha diisiik olacagini ve ikili siniflandirmalar i¢in gii¢lii bir siniflandirict

olacagini belirtmistir (24).

Hansen ve Salamon 1990 yilinda sinir aglar ile ilgili yapmis olduklar1 ¢aligsmada,
siiflama performansinin gelistirilmesinde topluluk 6grenme yontemlerini 6nermislerdir

(25).

Xu ve arkadaglart 1992 yilinda, birden fazla siniflayici ve uygulamalarini, el yazisi
tanimlama i¢in ele aldilar. Cesitli siniflandiricilarin = sonuglarina goére ¢oklu
siniflandiricilarin - voting, bayes¢i yaklasim ve Demster -Shafer gibi ii¢ sekilde
birlestirilebilecegini belirttiler. Bu sayede bireysel siniflandiricilarin performansinin

onemli 6l¢tde iyilestirilebilecegini buldular (26).

Luo ve arkadaslar1 2012 yilinda go6giis kanserinin mamografi ile teshisi konulu
caligmalarinda, topluluk 6grenme yontemlerinden yararlanmislardir. Modelde karar agaci
ve destek vektor makinesi siiflayicilarin birlesiminden olusan modeli 6nermislerdir.
Topluluk modelin bireysel siniflayicilara gore daha yiiksek performans sagladigini tespit

etmiglerdir (27).

Nagi ve arkadaslari 2013 yilinda kanserli vakalarda mikrodizi verilerinin
siiflandirilmasi konulu c¢alismalarinda, bireysel siniflandiricilar ve topluluk 6grenme

yontemlerinden faydalanarak siniflama performanslarini 6l¢miislerdir (28)

Onan ve arkadaglar1 2015 yilinda gogiis kanserinin simiflandirilmasi konulu
yapmis olduklar1 calismada, topluluk Ogrenme yontemlerini kullanarak farkli
siniflandiricilar ile topluluk 6grenme algoritmalarinda modele dahil etmislerdir. Topluluk
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O0grenme algoritmalarinin bireysel siniflandiricilara gore daha basarili sonuglar verdigini

gozlemlemisglerdir (29).

Tabibu ve arkadaslari 2019 yilinda Pan-renal hicreli karsinomlarin
smiflandirilmasina iliskin yapmis olduklar1 ¢alismalarinda, histopatolojik gorintilerin
makine 6grenme yontemleri ve konvoliisyonel sinir aglar1 yontemlerini uygulamislardir.
Caligmalarinda goriintiilerin taninmasinda konvoliisyonel sinir aglar1 kullanmalarinin
yanisira siniflandirma performansimin artirtlmasi icin yeni bir destek vektér makinesi

modeli 6ne stirmiislerdir (30).

Wang ve arkadaglar1 2019 yilinda stacking topluluk 6grenme yontemiyle prostat
kanserinin tespiti konulu ¢alismalarinda, stacking topluluk 6grenme yontemlerinde agag

tabanli siniflayicilar1 kullanarak basarili sonuglar elde emislerdir (31).

KHDAK hastaliklarinda topluluk 6grenme yontemleri, ¢ok yakin zamanlarda
kullanilmaya baglanmistir. Cai ve arkadaslari yapmis olduklari calismada, bireysel
makine 0grenme algoritmalar1 ve topluluk 6grenme yontemlerini kullanarak KHDAK,
KHAK ve karsinoid akciger kanseri tiirleri arasinda klinik tan1 ve tedaviyi kolaylastiracak

ortak bir DNA metilasyon belirtecleri panelinin olas1 varligini ortaya koymustur (32).

Bergquist ve arkadaslar1 saglik hizmeti talep verilerinde topluluk yontemleri ve
makine 6grenimi ile akciger kanseri siddetinin siniflandirilmasi konulu caligmalarinda,
kanser kayit verilerini kullanarak, kemoterapi alan akciger kanseri hastalarini erken ve

ge¢ evre kanser olarak siniflandirmak igin bir arag gelistirmislerdir (33).

Tan ve arkadaslar1 kanser siniflandirmasi i¢in gen ekspresyon verileri iizerinde
topluluk 6grenme yontemleri konulu yapmis olduklari ¢alismada, klasik makine 6grenme
yontemleri ile topluluk 6grenme yontemleri kullanilarak yedi kanserli mikrodizi verisi
tizerinde smiflandirma islemi gergeklestirerek bu yontemlerin siniflandirma / tahmin

performansini karsilagtirdilar (34).

Sayfari ve arkadaslar1 topluluk 6grenme yontemleri kullanarak akciger kanserinde
sagkalim’1 tahmin etme konulu ¢alismalarinda, bireysel siiflandiricilar ile topluluk
ogrenme yontemleri kullanilarak performans karsilastirmasi gergeklestirdiler. Sonugclar
ampirik olarak, topluluk yontemlerinin temel smiflandiricilarinin  performansini
degerlendirebildigini ve kanser sagkaliminin analizi i¢in uygun yontemler oldugunu

gosterdi (35).



Faisal ve arkadaslar1 akciger kanserinin erken evre tahmini i¢in makine d6grenimi
smiflandiricilarinin ~ topluluk ~ 6grenmeye  dayali bir degerlendirmesi  konulu
caligmalarinda, makine 68renimi ve topluluk 6grenme yontemlerini kullanarak akciger
kanserine yatkin hastalarin tahmini, tedavileri ile ilgili karar verme sireglerinde yardimci

olmas1 bakimindan belirleyici bir ¢aligma olmustur (36).

2.3. Topluluk Ogrenme Yontemleri

Boosting ve Adaboost Topluluk Ogrenme

Boosting algoritmasi, diisiik egitim hatasi ile zayif siiflandiricilardan giiclii
simiflandiricilar elde etme yaklasimidir. Boosting basit ¢ogunluk oyu yontemini
kullanarak zayif siniflandiricilar toplulugunu birlestirmektedir (16). Genel olarak
boosting prosediri oldukcga basittir. Bu prosediirde her bir ardisik siniflandirici, daha
once yanhs smiflandirilmis 6rnekler iizerine yogunlasir. Ornegin ikili siniflandirmalar
icin tasarlanmis boosting algoritmasinda, herhangi bir D dagilimi iizerinde ¢alisan zayif
smiflandirict igin; egitim setinin X uzayindan se¢ildigini ve dogruluk fonksiyonunun f
oldugunu diisiinelim. X uzaymin tek seferde X;, X, ve X5 olmak Uzere ii¢ zayif
simiflandirict kiimesi olustugu diisiiniiliirse, X; smiflandiricisi, h; egitim kiimesinin
rastgele bir alt kimesinde bagging algoritmasina benzer bir sekilde egitilir. X,
siniflandiricisi, h, orjinal veri setinin farkl bir altkiimesi ile egitilir ve yaris1 h; tarafindan
dogru, diger yaris1 ise yanlis olarak simiflandirilir. X5 smiflandiricist ise hy; ve h,
tarafindan egitilmeyen veriler ile egitilir. Son olarak bu ii¢ siniflandiric1 ¢gogunluk oyu

(majority voting) ile birlestirilir (14). Boosting topluluk 6grenme adimlar1 sekil 2.2'de

verilmistir.
L 1 Io0 1 Test Verisi
e _
—  9900®® 1.Siniflayici S OO
eecee °e?
® eeoe® v
®e rrrr
o0 ® — o®®o®e® 2.5iniflayici -
egoe® Topluluk
%%O * S siniflandirici
ee
Eoosting
Veri Seti ' ' l
ee
L X Fox 1 J Tahmin

— o0@e@e® " nSimiflayic —

Sekil 2.2. Boosting Topluluk Ogrenme Islem Adimlart
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Adaptiv artirma (adaboosting) algoritmasi, en ¢ok kullanilan boosting
algoritmalarindan biridir. Freund ve Schapire tarafindan 6nerilen bu yaklasim boosting
yonteminin genellestirilmis halidir. Kestirim hizinin diger algoritmalara gore yiiksek ve
bircok modele uyarlanabiliyor olmast kullanimim1 artirmaktadir. Regresyon
problemlerinde de uygulanabilen algoritmanin, AM1, AM2 ve AR algoritmalart en
yaygin kullanilanlaridir (16). Adaboosting algoritmasinin ¢aligma siireci de boosting
algoritmasina benzer sekilde, diisiik egitim hatasi ile zayif siiflandiricilardan giiglii
siniflandiricilar elde etme yaklagimidir. Yani artik (residuals) optimizasyonuna dayali

performans artirilmaya ¢aligilir.

Algoritma adimlari;

1.Adim: Veri setindeki N adet egitim 6rnegi {(x1, ¥1), ..« ... .. (Xn, Ynn) seklinde verilmis
olsun. x;, y; € [0,1]igin x;; her bir 6rnegin simf etiketi, y; ise kullanilan algoritmanin
verdigi karardir. Yapilan risk tahmini y; degeri, 0 ve 1 araliginda reel deger

olabilmektedir.
2.Adim: T; toplam iterasyon sayisi olmak iizere, t =1, 2,....,I i¢in;
e Her bir iterasyon i¢in tiim oOrnekler ele alinarak normalizasyon

Wi
YNta

gerceklestirilir: w; —

e Her bir j Ozniteligi igin , hjsimflandiricist egitilerek hata orani, wy
agirhgina gore hesaplanir: g = YV Wilh]- (x) — il

e En diisik €; hatasina sahip h; smiflandirict segilir.

- . . 1_e.
e Agrhklar giincellenir: weyq; = we;

o B = lg—tt olarak hesaplanir.

Burada h; diisiik hata degeri ile siniflandirma yaptiysa €; = 0 aksi halde 1 olur.
3. Adim: o, = log ﬁ olarak belirlendiginde, h(x) siniflandiricisinin son durumu;
Pt
1, Xioiah (o) = %Z£=1 At

h(x) = 2.1)

0, diger durumlar
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Bagging Topluluk Ogrenme

Bagging, “bootstrap aggregation” ifadesinin kisaltilmis halidir. Yeniden 6érneklem
yontemi ile elde edilen simiflandiricilarin bir araya getirilmesi ile olusturulan bir
algoritmadir. Bu yontemde veri seti igerisinden yerine koyacak sekilde tekrar tekrar
ornekler ¢ekilerek yeni smiflandiricilar olusturulur ve bu smiflandiricilardan topluluk
O0grenme algoritmast gelistirilir. Ortaya c¢ikan siniflandiricilarin hepsi modelleme i¢in
kullanilarak her birine bir oylama yapilir ve tekil smiflandiricilar ¢ogunluk oyu igin
birlestirilmeden once kiiciik setler ile egitilir (37). Bagging algoritmasinin farkli bir
olusumu, rastgele orman (random forest) algoritmasidir. Bu algoritma bagging yontemi

ile egitilmis karar agacglar1 toplulugudur (15). Bagging topluluk algoritmasi sekil 2.3'de

verilmigtir.
ooo0e®e® Test Verisi
— : : eeQ — 1L.Simiflayici - .. °
eecee LR
o eccoo ’
.... ® — eooe®oe@e® - 2.S5iniflayicl o
egoe@® R Topluluk
..... ® ahas Siniflandiric
e Bagging
Veri Seti : : J,
[ T J
L 1 Jof 1 J Tahmin
L— oO0oC@®® —_— n.Siniflayic —
L J .”.-..
Sekil 2.3. Bagging Topluluk Ogrenme Islem Adimlar
Algoritma adimlari;
1.Adim: Veri setindeki N adet egitim 6rnegi {(x1, ¥1), .« ... .. (Xn, Ynn) seklinde verilmis

olsun. x;,y; € [—1,+1]icin x;; her bir 6rnegin simf etiketi, y; ise kullanilan
algoritmanin verdigi karardir. Yapilan risk tahmini y; degeri, -1 ve 1 aralifinda reel deger

olabilmektedir.
2.Adim: T; toplam iterasyon sayisi olmak iizere, t = 1, 2.....,I i¢in;

e Db. Bootstrap 6rnek Njolmak lzere, N kiimesinden x drnek c¢ekilerek
yer degistirilir.

e Her bir N, bootstrap 6rneginden, H; siniflayicist 6grenilir.
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e H,, H,,.... H Smiflayicisindan ¢ogunluk oyu yontemiyle son

siniflama sonucu dgrenilir. h(x) = sign(Xi_; H.(x)) (16).

Voting Topluluk Ogrenme

Voting yontemi, nominal sonuglar i¢in en yaygin kullanilan birlestirme yontemidir
(14). Coklu makine 6grenme algoritmalarindan gelen tahminleri birlestirmenin en basit
yollarindan biridir. Bu yontem ile her siniflandiricinin farkli 6zelliklerinden yararlanmak
igin paralel egitilmis ve degerlendirilmis farkli gruplardan olusan birlestirme islemi
yapilmaktadir (38). Smiflandirma tahminlerinde farkli tiirden siniflayicilarin
siniflandirilmasi dogruluk performansinmi artirdigindan, voting yonteminde cesitliligin
saglanmast durumunda dogruluk orami artacaktir (16). Boosting ve Bagging
yontemlerinde benzer siniflayicidan fazla sayida siniflayici, veri setinin farkli alt
kiimelerini egitmektedir. Voting yonteminde ise ayni veri setinin, farkli tirdeki
smiflayicilar tarafindan siniflandirilmasi s6z konusudur (21). Voting yonteminde en sik
kullanilan birlestirme kurali, Cogunluk Oyu (majority voting)' dir (16). Strekli sonuclar
tireten simiflandiricilar icin ortalama ve agirlikli ortalama alma kurallar1 da

kullanilmaktadir (14). Voting topluluk algoritmasi sekil 2.4'de verilmistir.

Model-1

Voting 0

Sekil 2.4. Voting Topluluk Ogrenme Islem Adimlari
Ortalama Alma

Ortalama alma, en gilincel kullanilan birlestirme metotlar1 arasinda yer
almaktadir.

HO) = 231 hi(x) (2.2)

olarak hesaplanmaktadir (14).
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Agirhikh Ortalama Alma

Agirlikli ortalama alma, her bir siniflandirict sonucunu 6nem diizeyine gore

farkli agirliklarla oranlayan birlestirme yontemidir.
1
H(x) = Z X1 wihi (x) (2.3)
Olarak hesaplanmaktadir. w; >0 ve Y7, w; = 1 (14).

Majority Voting

Majority voting en yaygin kullanilan voting yontemidir. Burada her siniflandirici
bir sinif etiketine oy verir ve oylarin yarisindan fazlasini alan etiket ¢ikti etiketi olur. Sinif
etiketlerinden higbirisi oylarin yarisindan fazlasin1 alamaz ise birlesik smiflandirict

tahmin yapmaz (14).
(¢, Ty bl () > They BE, hf ()

H(x) = < (2.4)

null, diger durumlarda

Siniflandirict bulgulari bagimsiz ise majority voting yontemi en iyi birlestirme kurali
olarak ifade edilmektedir. T siiflandirict sayist olmak iizere her siniflandiricinin dogru

siniflama olasiligr p oldugu diisiiniiliirse, topluluk yonteminin karar vermek i¢in en az
§+ 1 siiflandiricinin dogru etiketi segmesi gerekmektedir. Topluluk yontemlerinin
dogrulugu binom dagilim gostermektedir (16). k > (g) + 1 gerceklesme olasiligi, dogru

siiflar1 dondiiren T siniflandiriciya baglidir. Her siniflandiricinin bir p olasilikla basari

orani oldugu diisiiniildiigiinde topluluk 6grenme basarisi;
Pens. = Z£=Z+1(£) pk(l - p)T_k (2-5)
2

Esitligi ile ifade edilir (16).
Stacking Topluluk Ogrenme

Farkli tiirden siiflayicilarin tahminleri ile yiiksek dogruluk performansi saglamak
amaciyla smiflayici tahminlerini meta siniflayici i¢in girdi kabul eden bir yontemdir. Bu
yontemde, egitim veri setinden farkli siniflayicilar ile tahminler elde edilirken, sonrasinda

ise elde edilen tahminler meta siniflayicisinda birlestirilir ve topluluk 6grenme modeli

14



tahmin edilir (39). Stacking Ogrenme algoritmast sekil 2.5'de gosterilmistir.
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Sekil 2.5. Stacking Topluluk Ogrenme
2.4. Siniflayicilar

Random Forest Siniflayicisi

Random forest algoritmasi, ¢ok sayida karar agacindan olusan orman
siiflayicisidir ve bu yontemle siiflama veya regresyon agaclari kurulabilmekte ve
kiimeleme yapilabilmektedir. Siniflama degiskeni kategorik ise siniflama tabanli, stirekli
ise regresyon tabanli agaglar kurulmaktadir. Bu yontemde siniflama ve regresyon agaclari
(CART) algoritmasi ile agaclar olusturulur ve agaglar budanmaz. CART algoritmasi veri
setinin hangi degiskenden baslayarak dallara ayrilacagina "bilgi kazancin1" kullanarak
karar verir. Ayrica dallara ayrilmak i¢in secilen degiskenin uygun test kriterleri (cut off
degeri) "gini katsayis1" ile belirlenir. Genelde veri seti test ve 6grenme olarak iki boliime
ayrilir.  Veri seti ayrilmamis olsa da veri seti bir biitiin olarak ele alinarak model
kurulmakta ve modelin performansi modelin i¢ hatasi olarak da bilinen Out Of Bag
(OOB) hata orani ile 6l¢iilebilmektedir. Olusturulan her agaca 6nceden hesaplanan OOB
hata oranina gore bir agirlik verilir. En diistik hata oranina sahip agag en yiiksek agirligi,
en yliksek hata oranina sahip aga¢ en diisiik agirlig1 alir. Her agac belirlenen agirliga gore
yaptig1 sinif tahmini i¢in bir oy verme islemine tabi tutulur. Agaclarin oyu olustuktan
sonra random forest algoritmasinda bu agirlikli oylar toplanir (38). Rastgele orman
modelinin hiper parametreleri, minimum kazan¢, minimum yaprak boyutu, sp icin
minimum boyut ve grid search optimizasyon algoritmasi ile kalibre edilen 6n budama

sayisidir. Random forest siniflayicist sekil 2.6'da verilmistir.
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Sekil 2.6. Random Forest Siniflayicisi
Ardisik Minimal Optimizasyon (SMO) Siniflayicisi

SMO siniflayicisi, esasinda bir gesit SVM algoritmasidir. Iki Lagrange ¢arpaninin
yer aldig1 en kii¢iik optimizasyon probleminin her asamada destek vektdr makinesini
calistirarak model tahmini yapar (40). SVM, en iyi diizlemleri belirlemek igin farkli
cekirdek fonksiyonlari ile siniflandirma ve tahmin problemlerinde hedef degiskene iliskin
dogrusal ve dogrusal olmayan tahminler iiretir. En uygun cekirdek fonksiyonunun
belirlenmesi modelin dogruluk performansi igin 6nemli bir kriterdir (41, 42). Radyal,
dogrusal, laplace gibi cekirdek fonksiyonlart SVM algoritmasinda kullanilmaktadir.
SVM, optimizasyon teknigi sayesinde bliyiilk ve karmasik veri setlerinde optimal
¢oziimler sunmaktadir (43, 44). SVM siniflayicisinin hiper parametreleri kernel tipi, L
pos, L neg ve epsilondur. SVM siniflayicist sekil 2.7'de gosterilmistir.

Sapma
b

Giris velkbori
x

Cilkes
¥

Apgirhklar
[Lagrange Carpanlarg]

K x=xm]

Nestelk Vektorleri

Sekil 2.7. SVM Siniflayicisi
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K-NN (K-En Yakin Komsu) Simiflayicisi

K-NN smiflayicisi, yaygin olarak kullanilan bir makine 6grenimi yontemidir. K-
NN, denetimli 6grenme paradigmasinin siniflandiricilar gibi, h (x), bilindigi durumda
X€X veri noktalarmi igeren PSX egitim verisine ihtiya¢ duyar. Siniflandiricinin P
bilgisini kullanarak yeni Ornek simif etiketini tahmin etmesi beklenir. K-NN, iyi
performansinin yani sira basit kullanimi sayesinde makine 6grenme yaklasimlarinda
yaygin olarak kullanilmaktadir. Ayrica parametrik olmayan bir siniflandirici olan K-NN,
veri dagitimi hakkinda 6nceden yapilmis varsayimlara bagli degildir. Bununla birlikte,
basarili bir siniflandirma i¢in K-NN siiflandiricisinda; k degeri, komsular1 elde etmek
i¢in kullanilan mesafe 6l¢usi ve drneklem gibi 6nemli Gg faktor gereklidir (45). K-NN
modelinin hiperparametreleri k, 6lctim tirt, karma olcilerdir ve bir grid seaerch

algoritmasi ile optimize edilmistir. K-NN siiflayicisi sekil 2.8'de gosterilmistir.
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Sekil 2.8. K-NN Simiflayicisi

Asir1 Gradyan Artirma (XGBoost) Simiflayicisi

Chen ve Guestrin'in tarafindan gelistirilen XGBoost siniflandiricisi, siniflandirma
ve regresyon problemlerinde kullanilan ugtan uca bir agag sisteminde 6lgeklendirilebilir
makine 6grenme teknigidir. XGBoost, her biri Ki\i € 1 ....K diigiimlerine sahip CART
toplulugu kullanir. Nihai tahmin, her aga¢ i¢cin tahmin puanlarinin toplamidir.

L(®) = Xl y) + 2k Qi) (2.6)

XGBoost modelinin hiper parametreleri, grid search optimizasyon algoritmasi tarafindan
ayarlanan maksimum derinlik, bolme sayis1 ve 6grenme hizidir. XGBoost siniflayici

algoritmasi sekil 2.9°da verilmistir.
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Sekil 2.9. XGBoost Siniflayicisi

2.5. Performans Metrikleri

Yeni gelistirilen bir testin her zaman giivenilir, gecerli ve kullanigli olmasi
istenilir. Bir testin 6l¢gmek istedigi 6zelligi dogru 6lgmesi gecerlilik, 6lgiim isleminin
tekrarlanmasi durumunda benzer sonuglarin elde edilmesi ise guvenilirlik olarak
tamimlanir (46). Gegerliligin, kapsam, mantiksal, bir referansa gore ve yap1 gegerliligi
olmak iizere 4 ¢esidi vardir. Yaygin olarak kullanilan gecerlilik yonteminden bir referansa
gore gecerlilikte, performansi standart olarak 6l¢tiigii diistiniilen test ile benzer 6zelligi
Olcebilecegi diisiiniilen bir yada daha fazla testin skorlar1 ile karsilastirilmasi siireci yer
alir. Olgmek istedigi 6zelligi kesin bir sekilde dlgen teste altin standart test denirken,
yiiksek gegerlilige sahip ancak 6lgmek istedigi 6zelligi her zaman dlgemeyen teste de
referans test denir. En yaygin iki referans gegerliligi, uyum ve kestirim gecerliligidir.
Uyum gecerliliginde, bir gegerlilik katsayis1 elde edilir ve bu katsayi, veriler sayisal
Ol¢timle siniflandirildiginda, korelasyon katsayilarindan, iki kategorili niteliksel veri
tiriinde simiflandirildiginda ise duyarhihk ve secicilik istatistiklerinden hesaplanir.
Kestirim gecerliliginde ise, standart 6l¢iimii kestiren test ya da degiskenlerden elde edilen

bir skoru kullanarak standardin kestirilme derecesi olarak tanimlanir (46).

Kangikhik (Confusion) matrisi, niteliksel testlerin gegerliligini bulmak adina bir
siiflandirma sistemi tarafindan yapilan gergek ve tahmini siniflandirmalar hakkinda bilgi
verir. Model performansi genellikle matristeki veriler kullanilarak hesaplanir (47). Tablo

2.1°de verilmistir.
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Tablo 2.1. Confusion Matrisi (47).

Kesin Tam
Gelistirilen Hasta(+) Saglam(-) Toplam
Yeni Test
Hasta(+) a b a+b
Saglam(-) c d c+d
Toplam a+c b+d atb+c+d

Tablo 2.1'de bahsedilen gozeler igin;

e a go0zii, Gergekten hasta olup, test sonucunda da hasta olanlarin sayisini verir ve
dogru pozitif olarak adlandirilir.

e b gozii, gercekte saglam olup, testin yanliglikla hasta dedigi gdzlemlerin sayisini
verir ve yanlis pozitif olarak adlandirilir.

e C g0zu, gercekte hasta olup, testin yanliglikla saglam dedigi gozlem sayisini verir
ve yanlis negatif olarak adlandirilir.

e d gozii, gergekte saglam olup, test sonucunda da saglam olanlarin sonucunu verir
ve dogru negatif olarak adlandirilir (46).

Dogruluk (AC) , uyumlu gozlerdeki degerlerin toplam gozlem sayisina boliinmesi olarak

tamimlanir ve esitlik (2.7) ile gosterilir (47).

a+d

- 2.7
¢ a+b+c+d (2.7)

AC degerinin 1'e yakin olmasi istenilen bir durumdur. AC degeri 0,50 ve 0,50'nin altinda

cikmas1 durumunda, gelistirilen test ile yapilan siniflandirmanin sans eseri ortaya ¢iktigi

sOylenir (46).

Gergek pozitif orani (TP), hasta olanlarin ger¢ekten hasta olma olasiligini verir ve esitlik

(2.8) ile gosterilir (47). Bu deger ayn1 zamanda kesinlik olarak ifade edilir.

TP=—— 28
" a+b (28)

Gercek negatif oram (FP), saglam olanlarin ger¢ekten saglam olma olasiligini verir ve

esitlik (2.9) ile gosterilir (47).

FP=—: (2.9)
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Duyarhlik, testin gergek hastalar iginden hastalar1 ayirma yetenegidir ve esitlik (2.10) ile
gosterilir (48).

a
D lilikk = — 2.1
uyarlili " (2.10)

Ozgullik, testin ger¢ek saglamlar i¢inden saglamlari ayirma yetenegidir ve esitlik (2.11)
ile gosterilir (48).

o oo d
Ozgulluk = bid (2.11)

Gegerliligin iki 6nemli Ol¢iisii olan duyarlilik ve segiciligin 1 ya da 1'e yakin
olmasi istenilen bir durumdur (46). Klinik ¢alismalarda, g¢esitli tani1 yontemleri ve
laboratuvar testlerinin sonuglarina dayanarak hasta ve saglikli bireylerin ayriminin
yapilmas1 amaclanabilir. Bu durumda bir testin/yontemin, hasta bireyleri sagliklilardan
ne kadar dogrulukla ayirt edebildiginin bilinmesi ¢ok Onemlidir. Tibbi karar verme
slirecinde, testin ayirt ediciligini belirlemek ve tani koyabilmek igin en uygun kesim
noktasiin belirlenmesi gerekir. Bunun i¢in kullanilan yontemlerden biri de islem

karakteristik (Receiver Operating Characteristic [ROC] Curve) egrisi yontemidir (11).

ROC Egrisi yaklasimi, bir hastalig1 teshis etmede kullanilan tan1 testlerinin performans
degerlendirmesinde ve kesim noktalarinin belirlenmesinde kullanilir. ROC egrisi ¢izmek
i¢in, gozlemlerin altin standart test ile kesin olarak belirlenmesi gereklidir. Test sonuglari
stirekli sayisal veri tliriinden elde edildiginde, verideki tiim degerler kesim noktasi olarak
alinip, her deger icin duyarlilik ve secicilik degerleri yer alir. ROC egrisinin dikey

ekseninde duyarlilik ve yatay ekseninde 1-segicilik degerleri bulunur (46).

ROC Egrisi

Sekil 2.10. ROC Egrisi Grafigi (11).
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En iyi kesim noktasinin belirlenmesinde eger duyarlilik ya da segiciligin belli bir
degere esit olmas1 yoniinde bir beklenti yoksa duyarlilik + segicilik degerinin en biiyiik
oldugu nokta kesim noktasi olarak belirlenir. Bazen de egrinin sol {ist kdsesine en yakin
olan nokta kesim noktasi olarak segilir. ROC egrisi altinda kalan alanin alabilecegi en
biiyiik deger 1'dir. Alanin 1'e yakin olmasi testin bireyleri kesin olarak ayrit edebildigini
gosterir (46).

2.6. Yeniden Ornekleme (Resampling) Yontemleri

Ornekleme yontemi, genel anlamda minimum 6rneklem hatas ile Kitleyi en iyi
sekilde temsil edecek sekilde 6rnek se¢me islemidir. Klasik parametrik testler, érneklem
sayis1 az oldugunda giivenilir sonu¢lar vermemekte ve aymi zamanda parametrik
yontemlerin varsayimlarini da bozabilmektedir. Klasik parametrik testler, gdzlemlenen
istatistikleri teorik Ornekleme dagilimlartyla karsilastirirlar. Yeniden Ornekleme
yonteminde ise, teorik dagilimlardan farkli olarak ¢ikarim yapmak icin ayni 6rneklem
icinde tekrarlanan 6rnekleme islemi yapilmaktadir. Son zamanlarda verilerin parametrik
yontemlerle degerlendirilmesinin uygun olmadigi durumlarda yeniden &rnekleme
yontemleri kullanilmaya baglanmigtir. Kullanim amacina yonelik en az 4 farkli yeniden
ornekleme yontemleri bulunmaktadir. Bunlar randomizasyon kesinlik testi
(randomization exact test), capraz gegerlilik (cross validation), jackknife ve bootstrap

yontemleridir (49).
Randomize Kesinlik Testi

Fisher tarafindan gelistirilen randomize kesinlik testi, permutasyon testi olarak da
bilinmektedir. Gozlemlenen verilerin tiim olas1 yeniden diizenlemeleri altinda, Ho

hipotezi altindaki test istatistigi dagiliminin olasi degerleri hesaplanarak yapilmaktadir
(49).

Algoritma Adimlan

1.Adim: Orijinal 6rneklem tizerinden test istatistigi hesaplanir
2.Adim: Rastgele ornekler ile 6rneklem cergevesi hazirlanir,

3.Adim: N adet yeniden Orneklendirilmis bir grup olusturarak orneklem gergevesi
degistirilmeden 6rnekler bu gruplara esit dagitilir ve yeniden 6rneklendirilmis B adet

ornekleri olusturmak igin islem tekrarlanir (B = N!/(n;!n,!)).
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4.Adim: 3.adimda olusturulan her yeniden 6rneklendirilmis 6rnek (B adet) i¢in eklenti

(plug-in) bagimsiz drneklem t,,p; istatistigi hesaplanur,

5.Adim: 4. Asamada hesaplanan t,.,; degeri ile 1.asamadaki t,,; degeri karsilagtirilir

(50). Cift yonlii p degeri,

_ Ityeni|2tor] - |tyeni|2|tor]

W) B

Capraz Gegerlilik (Cross Validation)

(2.12)

Capraz gecerlilik, bir veri Ornegindeki makine 06grenimi modellerini
degerlendirmek i¢in kullanilan yeniden dérnekleme yontemidir. Capraz dogrulamada,
modelin daha once gérmedigi yeni verileri tahmin etme yetenegini test etmek, asirt

uyum veya se¢im yanlilig1 gibi sorunlart ortadan kaldirmak genel amactir (51).

Algoritma Adimlan

1.Adim: Veri seti rastgele egitim ve test setlerine boliiniir
2. Adim: Model egitim setinde egitilir
3.Adim: Model test setinde dogrulanir
4. Adim: Dogrulama sonucu kaydedilir.

Prosediiriin, belirli bir veri 6rnegini bélmek i¢in grup sayisini ifade eden k adinda tek bir
parametresi vardir. En yaygin kullanimi, 10 kat capraz gecerlilik yontemidir. 10 kat
capraz gecerlilikte, modeller on farkli kez egitilir ve test edilir ve daha sonra, ortalama
performans Olcutleri (yani, dogruluk, kesinlik vb.) strecin sonunda tahmin edilir (52).
Sekil 2.11°de verilmistir.
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Sekil 2.11. k-Kat Capraz Gegerlilik
Jackknife Yeniden Ornekleme Yontemi

Kitle parametrelerinin tahmin edilmesinde, dar giiven araliklar1 ve orneklem
hatasinin en aza indirilmesi amacina yonelik gelistirilmistir. Bu yontemde, veri setinde
her bir gdzlem degerini bir kez disarida birakarak geride kalan gozlemlerden 6rneklem
istatistiklerini hesaplamaya dayanmaktadir. Bu yeniden ornekleme yodntemine birini
disarida birakma (leave one out) yontemi de denmektedir (49). Normal dagilim varsayimi

gerektirmektedir.

Algoritma Adimlan

1.Adim: Orijinal 6rneklem {izerinden test istatistigi hesaplanir

2. Adim: Ornekleme cergevesini hazirlanir. Jackknife icin tek gruplu drneklerle, bu

gozlemlenen ornekleri kullanilmasini igerir.

3 Adim: Ornek ¢ergevesinden 1 adet 6rnek cikartilarak M adet (N-1) yeniden

orneklendirilmis jacknife ornegi olusturulur ve B adet 6rnegi olusturmak i¢in islem

tekrarlanir (B = ( NIX 1)).

4. Adim: 3.adimda olusturulan her yeniden 6rneklendirilmis 6rnek (B adet) icin eklenti

(plug-in) bagimsiz drneklem t,,; istatistigi hesaplanur,
5. Adim: B degeri i¢in standart sapma hesaplanir.

Jacknife yontemine ait sekil 2.12°de verilmistir
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Sekil 2.12. Jackknife Yeniden Ornekleme (53).
Bootstrap Yeniden Ornekleme Yontemi

Bu yontemde jackknife yontemi gibi, dar giiven araliklar1 ve 6rneklem hatasinin
en aza indirilmesi amacina yonelik gelistirilmistir. Bu yontemde herhangi buiytikliikteki
mevcut veri setindeki gdzlemlerin, sansa bagl yer degistirerek yeniden 6rneklenmesi ile
yeni veri setleri olusturulmasina dayanmaktadir. Bu yontemde normal dagilim varsayimi

gerekmez (49).

Algoritma Adimlari

1.Adim: Orijinal 6rneklem iizerinden test istatistigi hesaplanir
2. Adim: Rastgele 6rnekler ile yerine koyma yontemiyle 6rneklem ¢ergevesi hazirlanir.

3 Adim: Bootstrap tahmincisi hesaplanir (8).
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4. Adim: B adet bootstrap yeniden 6rnek tahmincisini (64, ... ... 6p) elde etmek icin 1.

ve 2. adimlar birden fazla kez tekrarlanir.

5. Adim: B degeri i¢in standart sapma hesaplanir.

Bootstrap yeniden 6rnekleme yontemine ait sekil 2.13°de verilmistir.

\'2 . .".'l . 'T-l ..TJ Xa. .YI s XA »

Sekil 2.13. Bootstrap Yeniden Ornekleme (53).
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3. MATERYAL VE METOT

Bu ¢alisma, https://www.cancerdata.org/resource/doi:10.17195/candat.2016.04.1

adresli acik kaynak erisimli web sitesinde yer alan KHDAK hastalar1 6liim durumunu

siiflandirmak igin gesitli klinik degiskenleri igeren veri setini kullanarak yapilmistir (5).

Veri seti, KHDAK'da hipoksi, iltithaplanma, bagisiklik tepkisi ve tiimor yiikiiyle ilgili kan

biyobelirteglerinin prognostik ve klinik degerleri yoniinden incelenecektir. Veri seti

toplam 181 inoperabl evre I-11IB KHDAK hasta kaydini i¢cermektedir. Veri setinin

yaklasik % 55.2'si radyoterapi yada kemoterapi alan hastalardan olusurken % 44.8'i

radikal tedavi géren hastalardan olugsmaktadir.

Tablo 3.1. Calismada Kullanilan Degiskenler

Degisken | Tipi Aciklamasi Roli
X | Status Kategorik | Oldii/Hayatta Bagimli/Hedef
‘S | Survival Nimerik | Beklenen Yagam Siiresi Bagimsiz/Tahminleyici
2 | Age Nimerik | Yas(Y1l) Bagimsiz/Tahminleyici
g Stage Kategorik | Hastalik Seviyesi (I-111B) Bagimsiz/Tahminleyici
O | Histology | Kategorik |Hastalik Gegmisi (Adeno/NOS/SCC/Tanimsiz) Bagimsiz/Tahminleyici
Gender Kategorik | Cinsiyet (1:Bayan,2:Erkek) Bagimsiz/Tahminleyici
Diinya Saglik Orgiitii Performans Durumu(0:Tamamen
aktif,1:Fiziksel olarak yorucu faaliyette sinirli, 2:ezici ve her
tiirlii 6z bakim yetenegine sahip, ancak herhangi bir is
aktivitesinde bulunamiyor,3:Sadece sinirl kisisel bakim
yetenegine sahip,4:Tamamen devre dis1. Kisisel bakim
‘2 | WHO-PS | Kategorik |yapilamaz. Bagimsiz/Tahminleyici
:;xi FEV1s% | NUmerik | Solunum Testleri: Zorlu Vital Kapasite Manevrasi Bagimsiz/Tahminleyici
:© | Lymph
Z | nodes Nimerik | PET taramasiyla tanimlanan pozitif lenf diigiim sayisi Bagimsiz/Tahminleyici
& |RT
% _IT_rot(I)COI Kategorik | Standart 151n radyasyon tedavisi Bagimsiz/Tahminleyici
ota
dose(1st) | Numerik | Kemo-Radyoterapide uygulanan 1.toplam doz miktari Bagimsiz/Tahminleyici
Total
dose(2st) | Numerik | Kemo-Radyoterapide uygulanan 2.toplam doz miktari Bagimsiz/Tahminleyici
GTV Nimerik | Primer timor ve metastatik lenf nodlarimin toplami Bagimsiz/Tahminleyici
OPN Nimerik | Osteopontin Bagimsiz/Tahminleyici
_ |CA-9 Nimerik | Karbonik Anhidraz-9 Bagimsiz/Tahminleyici
3 |IL-6 Numerik | Interlskin-6 Bagimsiz/Tahminleyici
o |1L-8 Niimerik | Interlokin-8 Bagimsiz/Tahminleyici
= |CRP Numerik | C-Reaktif Protein Bagimsiz/Tahminleyici
% CEA Nimerik | Tumor yuki karsinoembriyonik antijen Bagimsiz/Tahminleyici
hZJ‘ Cyfra 21-1 | Numerik | Sitokeratin 21-1 Bagimsiz/Tahminleyici
- |02M Nimerik | Alpha-2-Macroglobulin Bagimsiz/Tahminleyici
g sIL2R Nimerik | Serumda ¢ozllir IL2 Respektori Bagimsiz/Tahminleyici
TLR-4 Nimerik | Toll benzeri Respektoér 4 Bagimsiz/Tahminleyici
VEGF Nimerik | Vaskiler Endotel Biuyime Faktorii Bagimsiz/Tahminleyici
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3.1. Orneklem Biiyiikliigii

Bir bilimsel arastirmaya baglamadan 6nce ¢alismanin planlama asamasinda klinik
ve istatistiksel olarak anlamli sonuglar elde edebilmek en az kag birim (denek, hasta,
deney hayvani vb.) gerektiginin belirlenmesi (teorik gii¢ analizi) ve tamamlanan bir
arastirmanin gergeklesen gliciinii ortaya koymak (deneysel giic analizi) oldukca

onemlidir. Orneklem biiyiikliigiiniin hesaplanmasinda http://biostatapps.inonu.edu.tr/

adresindeki glc analizinden faydalanmistir (54). Referans ¢alismada, I-11B evre KHDAK
ortalama beklenen yasam siireleri, 1.91+1.42 (Ortalama + SS) olarak alinmustir. I tip hata
(alfa) 0.05 ve Il.tip hata (Beta) 0.20 diizeyinde, testin giicli % 80, etki biiyiikligi 0.3 ve
alternatif hipotez (H,) iki yonlii iken bu test kullanilarak anlamli bir fark bulunabilmesi
icin gerekli olan minimum 6rneklem biiyiikligii 174 olarak hesaplanmistir. Glg analizi
disinda, ¢ok degiskenli istatistiksel analiz yontemleri i¢in farkli kaynaklarda degisken
sayisinin 5 kat1 ya da degisken sayis1 6 ve iizeri oldugu durumda n= 104+k (k: bagimsiz
degisken sayis1) olmasi gerektigi belirtilmistir (20, 46). Bu durumda degisken sayisinin 5
kat1 i¢in her grupta olmas: gereken 6rnek biiylikligi (5x24) 120 iken degisken sayisi 6
ve (Uzeri oldugu durumda ise yine 130 (104+24) ¢ikmustir.

Bagimsiz Gruplarda Ornek Biiyiikliigii

350

Z 300

= 250 ~°
=

= 200 //
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= 150

[a'a] /

E 100

—
S 50

0 T T T T T T T 1

0.6 0.65 0.7 0.75 0.8 0.85 0.9 0.95

Hedef Gii¢

Sekil 3.1. Her Bir Grup igin Onerilen Orneklem Biiyiikliigii
3.2. Veri Tabam Bilgi Kesfi Siireci

Veri tabani bilgi kesfi siirecinde, veri se¢imi (Bagimli: Status; Bagimsiz: Tablo
3.1'deki faktorler), veri 6n isleme (yerel aykir1 deger faktorii (LOF) ile aykiri / asiri
gbzlem ve rastgele orman ile kayip deger analizi), veri donilislimil, istatistiksel analizler,
veri madenciligi (makine 6grenme yontemlerinden olan SMO, K-NN, random forest ve

XGBoost gibi bireysel smiflandiricilar ve performanslart ile topluluk 6grenme
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yontemlerinden voting, bagging, boosting ve stacking yontemleri), degerlendirme

(performans 6lgiitleri) ve sonuglarin yorumlanmasi ¢alisma boyunca gergeklestirilir (55).
Veri Segimi

Veri seti, demografik (status, survival, age, cinsiyet ve stage) ve hastalik oykiisii
(histology, WHO-PS, FEV1s%, lymph nodes, RT protocol, Total dose(1lst), Total
dose(2st) ve GTV) degiskenleri disinda glnlik klinik uygulamada 6l¢llebilen ve tedavi
sonuglariyla iliskili oldugu gosterilen kan biyobelirteglerinden; hipoksi [osteopontin
(OPN) ve karbonik anhidraz IX (CA-1X)] siiregleriyle iligkili olanlar ve inflamasyon
[interlokin 6 (IL-6), 1L-8 ve C-reaktif protein (CRP)] ve tumor yuku [karsinoembriyonik
antijen (CEA) ve sitokeratin fragmani (CYFRA 21-1)] olusmaktadir. EK olarak
immiinolojik yanitla ilgili olan alfa-2-makroglobulin (a2M), serum IL-2 reseptori
(sIL2R), gegis tcreti benzeri reseptor 4 (TLR4) ve vaskiiler endotelyal biyiume faktori
(VEGF) biyobelirtecleri de eklendi. Veri seti 1 bagimli, 23 bagimsiz degiskenden

olusmaktadir.
Veri Onisleme

Veri setindeki degiskenlere oncelikle kayip deger analizi uygulanmistir. Kayip
degerlere random forest atama yontemi ile rastgele degerler atanmistir. Ardindan veri
setindeki asir1 ve aykir1 degerlere bakilmistir. Lokal aykir1 faktor (LOF) ile her gbzlem
icin kendine yakin nesne uzakliklar1 hesaplanarak toplam 14 adet aykir1 ya da uc¢ deger
veri setinden silinmistir. Ayrica ¢alismada modele katkisi olmayan degiskenler veri
setinden ¢ikartilarak 6zellik se¢im islemi gergeklestirilmistir. En uygun degisken se¢im
kriteri cezalandirilmis lojistik regresyon yontemi olurken ceza kriteri olarak lasso

secilmistir. Toplam 16 degisken 6nemli bulunurken 7 degisken analizden ¢ikartilmistir.

Veri Doniisiimii

Istatistiksel galigmalarda normallik varsayimi énemli bir kriterdir. Oncelikle veri
setine ¢ok degiskenli normallik testlerinden Mardiamin carpiklik basiklik ve Henze-
Zirkler testleri uygulanmistir. Veri setinin ¢ok degiskenli normal dagilim géstermemesi
dolayisiyla veri setindeki nicel degiskenlere veri doniisimii uygulanmistir. Her bir
degisken i¢in Pearson P test istatistigi hesaplanarak en diisiik test istatistigine sahip
doniistim segilmistir. Survival ve GTV degiskenleri i¢cin Box-Cox doniisiimii, age

degiskeni i¢in Yeo-Jonhson doniisiimii uygulanirken, FEV1s% ve Total dose(2st)
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degiskeni i¢in Lambert-W doniisiimii uygulanmistir. Doniisiim sonrasi veri seti sekil

3.2'de oldugu gibi ¢ok degiskenli normal dagilim gostermistir.

Gok Degiskenli Normal Dagihim igin Q-Q grafigi Mardia testi
B =)
- <
= = — -
3 ',('Doo
=
f = e
é Cok
s - Carpikhikc 1.912 0.752 Evet dedgiskenli
] normal
E
E o — P Kiiciik
&rneklem 1.969 0741 Evet
= carpikhk
T T T T T T
o 2 4+ 3 a8 10 12 Basikhik -0.898 0.369 Evet

Teorlk kKi-kare kantiller
Henze-Zirkler testi

Henze-
Zirkler

1.014 0.052 Evet

Sekil 3.2. Cok Degiskenli Normal Dagilim

Istatistiksel Analiz

Nicel veriler, standart sapma ile aritmetik ortalama, min ve maksimum degerlerle
medyan ve nitel veriler ylzdeye gore say1 olarak Gzetlendi. Verilerin ¢coklu normal
dagilima uygunlugu sonrasinda, normal dagilim gosteren gruplarda, gruplar arasindaki
farklilik bagimsiz 6rneklerde t testi ile ve normal dagilim gostermeyen degiskenlerde
Mann-Whitney U testi incelenmistir. Kategorik degiskenler arasindaki frekans dagilimi
iliskisi Ki-kare testi ve Fisher kesin Ki-kare testi ile degerlendirilmistir. Istatistiksel
analizde, 1BM SPSS siiriim 22 (56), RStudio siriim 1.1.463 (57) ve Rapid Miner Studio
strim 8.1.001 (58) kullanilmustir.

Veri Madenciligi

Bu ¢alismada, makine 6grenme yontemlerinden olan SMO, K-NN, random forest
ve XGBoost gibi bireysel simiflandiricilar ve performanslari ile topluluk 6grenme
yontemlerinden voting, bagging, boosting ve stacking yontemleri kullanilarak farkli

siniflandiricilarin performanslari incelenmistir.
Verilerin Degerlendirilmesi ve Yorumlanmasi

Veri setinde smiflayicilarin ve topluluk yontemlerinin performanslarinin
degerlendirilmesinde  10-katli ¢apraz gecerlilik yonteminden yararlanilmistir.
Siniflayicilarin = ve  topluluk  yOntemlerinin  siniflandirma  performanslarinin
degerlendirilmesinde dogruluk, duyarlilik, 6zgiilliik, AUC (Roc Egrisi altinda kalan alan)

ve kesinlik metrikleri ile degerlendirilmistir (59).
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4. BULGULAR

4.1. Tamimlayic Istatistikler

Veri seti, 76 (% 46) akciger kanserinden 6len hasta ile 91 (% 54) akciger kanseri
olan hastalardan olugmaktadir. Durum dagilimlari tablo 4.1 ve Sekil 4.1” de belirtilmistir.

Tablo 4.1. Akciger Kanseri Sagkalim Durumu

Akciger Kanseri Say1 Yuzde (%)
Oldii 76 46
Hayatta 91 54
Toplam 167 100.0

m Oldi mHayatta

Sekil 4.1. Akciger Kanseri Durumu

Sekil 4.2 ve tablo 4.2’de akciger kanserinin cinsiyete gore dagilimina
bakildiginda, bayanlarin % 54’1 kanser nedeniyle Sliirken, % 61’1 hayatta kalmistir.
Erkeklerin % 44’1 kanser nedeniyle dliirken, % 56’s1 hayatta kalmistir. Akciger kanseri

nedeniyle 6liim ve hayatta kalma oranlarinda cinsiyete gore bir fark gorilmemistir
(p>0.05).
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Sekil 4.2. Cinsiyete Gore Akciger Kanseri Durumu

Sekil 4.3 ve tablo 4.2’de akciger kanserinin lymphnodes degiskenine gore
dagilimina bakildiginda, ¢ok diisiik olanlarin % 57°si oliitken % 43’1 hayatta kalmas,
diisiik olanlarin % 56’s1 dliirken % 44’1 hayatta kalmis, orta olanlarin % 53’1 6liirken %
47’si hayatta kalmis, yiiksek olanlarin % 59°u Olurken % 41°i hayatta kalmis ve gok
yiiksek olanlarin % 30’u oliirken % 70’1 hayatta kalmistir. Akciger kanseri nedeniyle
6lim ve hayatta kalma oranlarinda lymphnodes degiskenine gore bir fark goriillmemistir
(p>0.05).

80
Yizde
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50
4
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2
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o

o

o

m Oldi  mHayatta

Sekil 4.3. Lymphnodes Degiskenine Gore Akciger Kanseri Durumu

Sekil 4.4 ve tablo 4.2’ye gore, akciger kanserinin WHO-PS degiskenine gore
bakildiginda aktif olanlarin % 65’1 6liitken % 35°1 hayatta kalmis, kismi smirli olanlarin

% 41’1 oliirken % 59°u hayatta kalmis, kismi aktiflerin % 30’u Olurken % 70’si hayatta
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kalmis, smirlt olanlarin % 25’1 6lirken % 75’1 hayatta kalmis ve aktif olmayanlarin %
100’1 hayatta kalmistir. Akciger kanseri nedeniyle 6liim ve hayatta kalma oranlarinda

WHO-PS degiskenine gore bir fark goriilmemistir (p>0.05).

Yizde
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0 II II lI .I I

Aktif Kismi Sinirh Kismi Aktif Sinirli Aktif Degil

6

o

4

o

N
o

mOldi ®mHayatta

Sekil 4.4. WHO-PS Degiskenine Gore Akciger Kanseri Durumu

Tablo 4.2. Kategorik Degiskenlere Gore Akciger Kanseri Durumu

Cinsiyet (Say (yiizde)) Oldu Hayatta Toplam X2 p-degeri
Bayan 52 (54%) 61 (46%) 113 (100%)
Erkek 24 (44%) 30 (56%) 54 (100%) 0.036 0.849
Toplam 76 (46%) 91 (54%) 167 (100%0)
Lymphnodes (Sayi (yiizde))
Cok Diisiik 18 (57%) 24 (43%) 42 (100%)
Diisiik 15 (56%) 12 (44%) 27 (100%)
Orta 17 (53%) 15 (47%) 32 (100%) 0.036 0.849
Yuksek 13 (59%) 9 (41%) 22 (100%)
Cok Yuksek 13 (30%) 31 (70%) 44 (100%)
Toplam 76 (46%) 91 (54%) 167 (100%0)
WHO-PS (Say1 (yiizde))
Aktif 30 (65%) 16 (35%) 46 (100%)
Kismi Simirh 39 (41%) 57 (59%) 96 (100%)
Kismi AKktif 6 (30%) 14 (70%) 20 (100%) 0.036 0.849
Sinirh 1 (25%) 3 (75%) 4 (100%)
Aktif Degil 0 (0.0%) 1 (100%) 1 (100%)
Toplam 76 (46%0) 91 (54%) 167 (100%0)

Tablo 4.3’deki karsilastirma sonuglarina gore akciger kanseri nedeniyle 6len ve

hayatta kalan hastalarin OPN ve SIL2R degiskenleri agisindan farklilik istatistiksel olarak
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anlamli bulunmustur (p<0.05). OPN ve SIL2R degiskenlerine ait histogram grafikleri
sekil 4.5 ve sekil 4.6’da gosterilmistir.

[43,58] (58,72] (72,87] (87,102] (102,117] (117, 131] (131, 146] (146, 161] (161, 175] (175,190] >190

Sekil 4.5. OPN Degiskenine Ait Histogram Grafigi
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Sekil 4.6. SIL2R Degiskenine Ait Histogram Grafigi

OPN ve SIL2R degiskenleri hayatta kalanlarda daha yiiksek degerlerde
gorilmistiir. Diger degiskenler acisindan akciger kanseri nedeniyle 6len ve hayatta kalan

hastalar arasinda istatistiksel olarak farklilik anlamli goriilmemistir (p>0.05).
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Tablo 4.3. Normal Dagilim Gosteren Siirekli Degiskenlere Gore Akciger Kanseri

Durumu
Degiskenler .
(X2SS / (Min.- Oldii Hayatta t de'?eri
Maks)) 5
OPN 102.8+51.6 /(16-489) 128.2+56.3 /(43-298) 3.042  0.003
CA9 291.7+197.3 /(48-985) 359.5+316.6 /(58-1546)  1.622  0.107
IL8 17.1+18.7 /(0.5-181) 18.6+14.2 /(2-65.1) 0589  0.556
CEA 23.5+85.3 /(0.7-635) 18.2+40.95 /(1.5-279)  -0.517  0.606
5378.4+2220.8 /(1121- 6768.6+3353.2 /(2278-
SIL2R 10600) 20000) 3.001  0.002
TLR4 7.12+3.7 /(1.9-17.7) 7.26+4.63 /(1,4-29.9) 021  0.834
VEGF 101.5+82.3/(17.8-504.8)  117.2+98.6/(20.9-465.4)  1.01  0.272

Tablo 4.4’deki karsilastirma sonuglarina gore akciger kanseri nedeniyle 6len ve

hayatta kalan hastalarin yas ve FEV1s% degiskenleri agisindan farkliliklar: istatistiksel

olarak anlamli degildir (p>0.05). Yas ve FEV1s% degiskenlerine ait histogram grafikleri

sekil 4.7 ve 4.8’de gosterilmistir. Total dose(2) degiskeni agisindan akciger kanseri

nedeniyle 6len ve hayatta kalan hastalar arasindaki fark istatistiksel olarak anlamlidir

(p<0.05). Total dose(2) degiskeni hayatta kalanlarda daha yiiksek degerlerde

gorlilmiistiir. Total dose (2) degiskenine ait histogram grafigi sekil 4.9°da verilmistir.

[47.6, 56.6]

(56.6, 65.6]

(65.6, 74.6]

(74.6, 83.6]

Sekil 4.7. Yas Degiskenine Ait Histogram Grafigi

(83.6, 92.6]
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[25, 40] (40, 55] (55, 70] (70, 85] (85,100] (100, 115] (115, 120] >120

Sekil 4.8. Fev1ls% Degiskenine Ait Histogram Grafigi

[0, 10] (10, 20] (20, 30] (30, 40] (40, 50] (50, 60] >60

Sekil 4.9. Total Dose (2) Degiskenine Ait Histogram Grafigi

Tablo 4.4. Normal Dagilim GOstermeyen Siirekli Degiskenlere Gore Akciger Kanseri
Durumu (Man-Whitney U)

& S];‘;g(f/lki‘:.’_':;aks» Aldii Hayatta X2 p-degeri
Age 68.3+51.6 /(16-489) 68.4+56.3/(43-208)  3416.0 0.893
Fevis% 73.1+197.3 /(48-985) 74'7if512£ /(58- 3424 5 0.914
Total Dose(2) 11.1+187/(05-181) 175+14.2/(2-65.1) 26945 0.009

4.2. Bireysel Siniflayicilarin Performans Metrikleri Degerlendirmesi

KHDAK hastalarinda 6liim durumunun tahminine yonelik 4 temel siiflandiric
belirlenmistir. Bu siiflandiricilar, SMO, K-NN, Random Forest ve XGBoost seklindedir.

Tablo 4.5’de ilk olarak Random Forest siniflandiricisinin akciger kanseri hastalarinda
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6lim durumu performansi degerlendirilmistir. Dogruluk degeri % 88.9, duyarlilik degeri
% 81.6, ozgiilliik degeri % 94.4, kesinlik degeri % 85.6 ve AUC degeri % 98.9 olarak
bulunmustur. Random forest modeliyle ilgili hiperparametre degerleri, bir grid search i¢gin
optimizasyon algoritmasina yerlestirilmis, minimum kazang i¢in 0,1, minimum yaprak

boyutu igin 2, sp i¢in minimum boyut i¢in 4 ve 6n budama sayist i¢in 3’diir.

Tablo 4.5. Random Forest Siniflandiricisinin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 88.9
Duyarlilik 81.6
Ozgulliik 94.4

Kesinlik 85.6
AUC 98.9

Tablo 4.6’da SMO simiflandiricisinin  KHDAK  hastalarinda 6lim  durumu
performansi1 degerlendirilmistir. Dogruluk degeri % 91.5, duyarlilik degeri % 89.5,
ozgiillik degeri % 93.4, kesinlik degeri % 91.9 ve AUC degeri % 96.9 olarak
bulunmugtur. SMO siiflayicisina ait hiperparametre degerleri bir grid search igin
optimizasyon algoritmasina yerlestirilmis, kernel tipi icin radial, L pos i¢in 1, L neg icin

1, epsilon i¢in 0 “dir.

Tablo 4.6. SMO Siniflandiricisinin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 91.5
Duyarlilik 89.5
Ozgiilluk 93.4

Kesinlik 91.9
AUC 96.9

Tablo 4.7’de K-NN smiflandiricisinin KHDAK  hastalarinda 6liim  durumu
performans1 degerlendirilmistir. Dogruluk degeri % 59.8, duyarlilik degeri % 54.8,
Ozgiillik degeri % 63.8, kesinlik degeri % 54.7 ve AUC degeri % 84.6 olarak
bulunmusgtur. K-NN modelinin hiperparametreleri, k i¢in 1, 6l¢u turd icin karma olguler,

bilesik 6l¢iiler igin karma 6klid, grid search optimizasyon algoritmasidir.
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Tablo 4.7. K-NN Siniflandiricisinin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 59.8
Duyarlilik 54.8
Ozgiilliik 63.8

Kesinlik 54.7
AUC 84.6

Tablo 4.8°de XGBoost smiflandiricisinin KHDAK hastalarinda 6liim durumu
performans1 degerlendirilmistir. Dogruluk degeri % 97.5, duyarlilik degeri % 97.1,
Ozgillik degeri % 97.8, kesinlik degeri % 97.6 ve AUC degeri % 98.6 olarak
bulunmustur. XGBoost modeli igin hiperparametre grid search en uygun sekle sokma
algoritmas1 tarafindan ayarlanan maksimum derinlik i¢in 5, bdlme sayist i¢in 20 ve

O0grenme hiz1 hiperparametreleri i¢in 0.1 olan hiperparametrelere sahiptir.

Tablo 4.8. XGBoost Smiflandiricisinin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 97.5
Duyarlilik 97.1
Ozguilliik 97.8

Kesinlik 97.6
AUC 98.6

Sekil 4.10’a gore bireysel smiflandiricilarin performans metriklerinin
degerlendirilmesinde, dogruluk, duyarlilik, 6zgiilliik ve kesinlik degerlerinde XGBoost
siiflandiricisi en yiiksek degere sahipken ROC egrisi altinda kalan alan (AUC) degerinde
random forest siniflandiricisi en yiiksek degeri saglamistir. Tiim performans

metriklerinde en diisiik deger ise K-NN siniflandiricisinda elde edilmistir.

Deger 120

100 B Dogruluk
80

B Duyarhlik
60

20 m Ozgiillik

20 | Kesinlik
0 mAUC

Random Forest XGBoost
Bireysel Siniflandiricilar

Sekil 4.10. Bireysel Siniflandiricilarin Performans Metrikleri
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4.3. Bagging Topluluk Ogrenme Yontemi ile Simiflayicilarin Performans
Metriklerinin Degerlendirilmesi

KHDAK 6liim durumunun tahminine yonelik 4 temel siniflandirict bagging
topluluk 6grenme yonteminde ayr1 ayri modele dahil edilerek performans metrikleri
hesaplanmistir. Tablo 4.9’da ilk olarak Random Forest siniflandiricisinin bagging
topluluk o6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 98.2, duyarlilik degeri % 97.1, 6zgiilliikk degeri %
98.9, kesinlik degeri % 98.9 ve AUC degeri % 99.4 olarak bulunmustur.

Tablo 4.9. Random Forest Smiflandiricisimin Bagging Topluluk Ogrenme Yontemine
Gore Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 98.2
Duyarlilik 97.1
Ozgiilliik 98.9

Kesinlik 98.9
AUC 99.4

Tablo 4.10°’da SMO smiflandiricisinin bagging topluluk 6grenme yontemi ile
KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir. Dogruluk degeri %

94.0, duyarhilik degeri % 90.9, 6zgiilliik degeri % 96.7, kesinlik degeri % 95.9 ve AUC
degeri % 98.0 olarak bulunmustur.

Tablo 4.10. SMO Smflandiricisinin Bagging Topluluk Ogrenme Yontemine Gore
Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 94.0
Duyarlilik 90.9
Ozgiilluik 96.7

Kesinlik 95.9
AUC 98.0

Tablo 4.11’de K-NN siniflandiricisinin bagging topluluk 6grenme yontemi ile
KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir. Dogruluk degeri %
59.8, duyarlilik degeri % 54.8, 6zgiilliik degeri % 63.8, kesinlik degeri % 54.7 ve AUC

degeri % 71.6 olarak bulunmustur.
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Tablo 4.11. K-NN Smniflandiricisinin Bagging Topluluk Ogrenme Yontemine Gore
Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 59.8
Duyarlilik 54.8
Ozgiilluk 63.8

Kesinlik 54.7
AUC 71.6

Tablo 4.12°de XGBoost siniflandiricisinin bagging topluluk 6grenme yontemi ile
KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir. Dogruluk degeri %
97.5, duyarlilik degeri % 97.1, 6zgiilliik degeri % 97.8, kesinlik degeri % 97.6 ve AUC

degeri % 99.4 olarak bulunmustur.

Tablo 4.12. XGBoost Smiflandiricisinin Bagging Topluluk Ogrenme Y&ntemine Gore
Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 97.5
Duyarlilik 97.1
Ozgiilliik 97.8

Kesinlik 97.6
AUC 99.4

Sekil 4.11’e gore bagging topluluk 6grenme yontemi igin siniflandiricilarin
performans metriklerinin degerlendirildiginde, dogruluk, 6zgullik ve kesinlik
degerlerinde random forest siniflandiricisi en yiiksek degere sahipken 6zgllluk ve ROC
egrisi altinda kalan alan (AUC) degerinde random forest ve XGBoost siniflandiricisi
benzer en yiiksek degeri saglamistir. Tiim performans metriklerinde en diisiik deger ise

K-NN siniflandiricisinda elde edilmistir.
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Sekil 4.11. Bagging Topluluk Ogrenme Y®6ntemlerinde Siniflandiricilarin Performans
Metrikleri

4.4. Boosting Topluluk Ogrenme Yontemi ile Siniflayicilarin Performans
Metriklerinin Degerlendirilmesi

KHDAK hastalarinda 6liim durumunun tahminine yonelik 4 temel siiflandiric
boosting topluluk 6grenme yonteminde ayri ayrt modele dahil edilerek performans
metrikleri hesaplanmigtir. Tablo 4.13’de ilk olarak random forest siiflandiricisinin
boosting topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 98.1, duyarlilik degeri % 97.1, 6zgiilliik degeri %
98.9, kesinlik degeri % 98.6 ve AUC degeri % 99.8 olarak bulunmustur.

Tablo 4.13. Random Forest Smiflandiricisinin Boosting Topluluk Ogrenme Y6ntemine
Gore Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 98.1
Duyarlilik 97.1
Ozgiilluk 98.9

Kesinlik 98.6
AUC 99.8

Tablo 4.14’de SMO siniflandiricisinin boosting topluluk 6grenme yontemi ile
KHDAK kanseri hastalarinda 6liim durumu performansi degerlendirilmistir. Dogruluk
degeri % 92.2, duyarlilik degeri % 89.6, 6zgiilliik degeri % 94.6, kesinlik degeri % 93.6
ve AUC degeri % 97.4 olarak bulunmustur.
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Tablo 4.14. SMO Siniflandiricisinin Boosting Topluluk Ogrenme Yontemine Gore
Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 92.2
Duyarlilik 89.6
Ozgiilluk 94.6

Kesinlik 93.6
AUC 97.4

Tablo 4.15’de K-NN smiflandiricisinin boosting topluluk dgrenme yontemi ile
KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir. Dogruluk degeri %
59.8, duyarlilik degeri % 54.8, 6zgiilliikk degeri % 63.8, kesinlik degeri % 54.7 ve AUC

degeri % 84.6 olarak bulunmustur.

Tablo 4.15. K-NN Siniflandiricisinin Boosting Topluluk Ogrenme Yontemine Gore
Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 59.8
Duyarlilik 54.8
Ozgiilliik 63.8

Kesinlik 54.7
AUC 84.6

Tablo 4.16°da XGBoost siniflandiricisinin boosting topluluk 6grenme yontemi ile
KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir. Dogruluk degeri %
98.2, duyarlilik degeri % 97.1, 6zgiilliik degeri % 98.9, kesinlik degeri % 98.9 ve AUC

degeri % 99.8 olarak bulunmustur.

Tablo 4.16. XGBoost Siniflandiricisinin Boosting Topluluk Ogrenme Ydntemine Gore
Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 98.2
Duyarlilik 97.1
Ozgiilluik 98.9

Kesinlik 98.9
AUC 99.8

Sekil 4.12°e gore boosting topluluk 6grenme yontemi i¢in siniflandiricilarin
performans metriklerinin degerlendirildiginde, dogruluk ve kesinlik degerlerinde
XGBoost siniflandiricist en yiiksek degere sahipken duyarlilik, 6zgiilliik ve ROC egrisi
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altinda kalan alan (AUC) degerinde random forest ve XGBoost siniflandiricist benzer en
yiikksek degeri saglamistir. Tiim performans metriklerinde en diisiik deger ise K-NN

siniflandiricisinda elde edilmistir.
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Sekil 4.12. Boosting Topluluk Ogrenme Yo6ntemlerinde Siniflandiricilarin Performans
Metrikleri

4.5. Voting Topluluk Ogrenme Yéntemi ile Simflayicilarin Performans
Metriklerinin Degerlendirilmesi

Voting topluluk 6grenme yontemine gore farkli siniflandiricilardan olugturulan 7
modelin KHDAK hastalarinda 6liim durumu simiflandirma performanslari 6l¢tilmiistiir.
Model 1’de random forest ve SMO siniflandiricilarinin birlikte voting topluluk 6grenme
performanslar1 degerlendirilmistir. Model 2°de K-NN ve XGBoost siniflandiricilarinin
birlikte voting topluluk 6grenme performanslart degerlendirilmistir. Model 3’de random
forest ve K-NN smiflandiricilarinin birlikte voting topluluk 6grenme performanslari
degerlendirilmistir. Model 4’de SMO ve XGBoost smiflandiricilarinin birlikte voting
topluluk 6grenme performanslari degerlendirilmistir. Model 5’de random forest, SMO ve
K-NN smiflandiricilarinin -~ birlikte  voting  topluluk  6grenme  performanslari
degerlendirilmistir. Model 6’da XGBoost, SMO ve K-NN siiflandiricilarinin birlikte
voting topluluk 6grenme performanslari degerlendirilmistir. Model 7°de ise random
forest, SMO, K-NN ve XGBoost siniflandiricilarinin birlikte voting topluluk 6grenme

performanslar1 degerlendirilmistir.

Tablo 4.17°de ilk olarak random forest ve SMO siiflandiricilarinin model 1°de
voting topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 94.5, duyarlilik degeri % 88.0, 6zgiilliik degeri %
100, kesinlik degeri % 100 ve AUC degeri % 99.7 olarak bulunmustur.
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Tablo 4.17. Voting Topluluk Ogrenme Y6ntemine Goére Model 1’in Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 94.5
Duyarlilik 88.0
Ozgiilliik 100.0

Kesinlik 100.0
AUC 99.7

Tablo 4.18’de K-NN ve XGBoost siniflandiricilarinin model 2’de voting topluluk
o0grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir.
Dogruluk degeri % 78.4, duyarlilik degeri % 53.4, 6zgiilliik degeri % 98.9, kesinlik degeri
% 96.7 ve AUC degeri % 98.4 olarak bulunmustur.

Tablo 4.18. Voting Topluluk Ogrenme Y éntemine Gére Model 2’nin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 78.4
Duyarlilik 53.4
Ozgiilliik 98.9

Kesinlik 96.7
AUC 98.4

Tablo 4.19°da K-NN ve random forest smiflandiricilarinin model 3’de voting
topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 78.4, duyarlilik degeri % 53.4, 6zgiilliikk degeri %
98.9, kesinlik degeri % 97.5 ve AUC degeri % 98.6 olarak bulunmustur.

Tablo 4.19. Voting Topluluk Ogrenme Y &ntemine Gére Model 3’nin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 78.4
Duyarlilik 53.4
Ozgiilluk 98.9

Kesinlik 97.5
AUC 98.6

Tablo 4.20°de SMO ve XGBoost siniflandiricilarinin model 4’de voting topluluk
o0grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi degerlendirilmistir.
Dogruluk degeri % 93.9, duyarlilik degeri % 88.0, 6zgiilliik degeri % 98.9, kesinlik degeri
% 98.8 ve AUC degeri % 99.7 olarak bulunmustur.
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Tablo 4.20. Voting Topluluk Ogrenme Y 6ntemine Gore Model 4’lin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 93.9
Duyarlilik 88.0
Ozgiilliik 98.9

Kesinlik 98.8
AUC 99.7

Tablo 4.21°de random forest, SMO ve K-NN siniflandiricilarinin model 5’de
voting topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 95.1, duyarlilik degeri % 94.6, 6zgiilliik degeri %
95.6, kesinlik degeri % 94.6 ve AUC degeri % 98.8 olarak bulunmustur.

Tablo 4.21. Voting Topluluk Ogrenme Y dntemine Gére Model 5’in Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 95.1
Duyarlilik 94.6
Ozgiilliik 95.6

Kesinlik 94.6
AUC 98.8

Tablo 4.22°de SMO, K-NN ve XGBoost smiflandiricilarinin model 6’da voting
topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 95.7, duyarlilik degeri % 94.6, 6zgiilliikk degeri %
96.7, kesinlik degeri % 96.1 ve AUC degeri % 98.1 olarak bulunmustur.

Tablo 4.22. Voting Topluluk Ogrenme Y &ntemine Gére Model 6 nin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 95.7
Duyarlilik 94.6
Ozgiilluk 96.7

Kesinlik 96.1
AUC 98.1

Tablo 4.23’de random forest, SMO, K-NN ve XGBoost siniflandiricilarinin model
7’de voting topluluk 6grenme yontemi ile KHDAK hastalarinda 6lim durumu
performanst degerlendirilmistir. Dogruluk degeri % 96.3, duyarlilik degeri % 93.2,
ozgiillik degeri % 98.9, kesinlik degeri % 98.8 ve AUC degeri % 99.0 olarak
bulunmustur.
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Tablo 4.23. Voting Topluluk Ogrenme Y éntemine Gére Model 7’nin Performans Metrigi

Performans Metrigi Deger (%)
Dogruluk 96.3
Duyarlilik 93.2
Ozgiilliik 98.9

Kesinlik 98.8
AUC 99.0

Sekil 4.13’e gore voting topluluk 6grenme yontemi igin olusturulan model
siniflandiricilarin performans metriklerinin degerlendirildiginde, dogruluk degerinde en
yiiksek degere model 7 sahipken ve duyarlilik degerinde model 5 ve model 6 benzer en
yiiksek degere sahiptir. Kesinlik ve 6zgiillik degerlerinde en yiiksek degere model 1
sahipken, ROC egrisi altinda kalan alan (AUC) degerinde ise model 1 ve model 4 en
yiiksek degerlere sahiptir.
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Sekil 4.13. Voting Topluluk Ogrenme Yéntemlerinde Simiflandiricilarin Performans
Metrikleri

4.6. Stacking Topluluk Ogrenme Yontemi ile Stmflayicilarin Performans
Metriklerinin Degerlendirilmesi

Stacking topluluk 6grenme yontemine gore farkli siniflandiricilardan olusturulan
7 modelin KHDAK hastalarinda 6liim durumu siniflandirma performanslari 6l¢tilmiistiir.
Model 1’de random forest ve SMO smiflandiricilarinin birlikte stacking topluluk
O0grenme performanslart degerlendirilmistir. Model 2’de K-NN ve XGBoost

smiflandiricilariin -~ birlikte  stacking  topluluk ~ 6grenme  performanslar
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degerlendirilmistir. Model 3’de random forest ve K-NN siniflandiricilarinin birlikte
stacking topluluk 6grenme performanslari degerlendirilmistir. Model 4’de SMO ve
XGBoost simiflandiricilarinin - birlikte stacking topluluk 6grenme performanslari
degerlendirilmistir. Model 5°de random forest, SMO ve K-NN smiflandiricilarinin
birlikte stacking topluluk 6grenme performanslart degerlendirilmistir. Model 6’da
XGBoost, SMO ve K-NN smiflandiricilarinin birlikte stacking topluluk 6grenme
performanslar1 degerlendirilmistir. Model 7°de ise random forest, SMO, K-NN ve
XGBoost smiflandiricilarinin - birlikte stacking topluluk 6grenme performanslari
degerlendirilmistir. Olusturulan model siniflandirict performanslarint gelistirmek {izere

meta siniflayici olarak “logistik™ siniflayict kullanilmistir.

Tablo 4.24°de ilk olarak random forest ve SMO simiflandiricilarinin model 1°de
stacking topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 94.6, duyarlilik degeri % 93.4, 6zgiilliik degeri %
95.6, kesinlik degeri % 95.0 ve AUC degeri % 97.5 olarak bulunmustur.

Tablo 4.24. Stacking Topluluk Ogrenme Yontemine Gére Model 1’in Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 94.6
Duyarlilik 93.4
Ozgiilluk 95.6

Kesinlik 95.0
AUC 97.5

Tablo 4.25°de K-NN ve XGBoost siniflandiricilarinin model 2’de stacking
topluluk o6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 75.6, duyarlilik degeri % 68.8, 6zgiilliikk degeri %
81.1, kesinlik degeri % 74.3 ve AUC degeri % 86.7 olarak bulunmustur.

Tablo 4.25. Stacking Topluluk Ogrenme Yontemine Gore Model 2’nin Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 75.6
Duyarlilik 68.8
Ozgiilliik 81.1

Kesinlik 74.3
AUC 86.7
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Tablo 4.26’da K-NN ve random forest siniflandiricilarinin model 3’de stacking
topluluk o6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 59.8, duyarlilik degeri % 54.8, 6zgiilliikk degeri %
63.8, kesinlik degeri % 54.7 ve AUC degeri % 75.7 olarak bulunmustur.

Tablo 4.26. Stacking Topluluk Ogrenme Yoéntemine Gére Model 3’nin Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 59.8
Duyarlilik 54.8
Ozgiilluk 63.8

Kesinlik 54.7
AUC 75.7

Tablo 4.27°’de SMO ve XGBoost smiflandiricilarinin model 4’de stacking
topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 96.4, duyarlilik degeri % 95.9, 6zgiilliik degeri %
96.7, kesinlik degeri % 96.5 ve AUC degeri % 96.2 olarak bulunmustur.

Tablo 4.27. Stacking Topluluk Ogrenme Yoéntemine Gore Model 4’iin Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 96.4
Duyarlilik 95.9
Ozgulliik 96.7

Kesinlik 96.5
AUC 96.2

Tablo 4.28’de random forest, SMO ve K-NN siniflandiricilarinin model 5°de
stacking topluluk 6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 59.8, duyarlilik degeri % 54.8, 6zgiilliikk degeri %
63.8, kesinlik degeri % 54.7 ve AUC degeri % 80.4 olarak bulunmustur.
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Tablo 4.28. Stacking Topluluk Ogrenme Yontemine Gére Model 5’in Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 59.8
Duyarlilik 54.8
Ozgiilluk 63.8

Kesinlik 54.7
AUC 80.4

Tablo 4.29°da SMO, K-NN ve XGBoost smiflandiricilarinin model 6’da stacking
topluluk o6grenme yontemi ile KHDAK hastalarinda 6liim durumu performansi
degerlendirilmistir. Dogruluk degeri % 75.6, duyarlilik degeri % 68.8, 6zgiilliikk degeri %
81.1, kesinlik degeri % 74.3 ve AUC degeri % 89.0 olarak bulunmustur.

Tablo 4.29. Stacking Topluluk Ogrenme Yontemine Gore Model 6’nin Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 75.6
Duyarlilik 68.8
Ozgiilliik 81.1

Kesinlik 74.3
AUC 89.0

Tablo 4.30’de random forest, SMO, K-NN ve XGBoost smiflandiricilarinin model
7’de stacking topluluk Ogrenme yontemi ile KHDAKhastalarinda o6liim durumu
performanst degerlendirilmistir. Dogruluk degeri % 75.6, duyarlilik degeri % 68.8,
Ozgiillik degeri % 81.1, kesinlik degeri % 74.3 ve AUC degeri % 88.0 olarak

bulunmustur.

Tablo 4.30. Stacking Topluluk Ogrenme Yontemine Gore Model 7’nin Performans
Metrigi

Performans Metrigi Deger (%)
Dogruluk 75.6
Duyarlilik 68.8
Ozgiilliik 81.1

Kesinlik 74.3
AUC 88.0

Sekil 4.14’e gore stacking topluluk 6grenme yontemi igin olusturulan model
siniflandiricilarin performans metriklerinin degerlendirildiginde, dogruluk, duyarlilik,
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0zgullik ve kesinlik degerlerinde en yiiksek degere model 4 sahipken, ROC egrisi altinda
kalan alan (AUC) degerinde ise model 1 en yiiksek degerlere sahiptir.
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Sekil 4.14. Stacking Topluluk Ogrenme Yéntemlerinde Siiflandiricilarin Performans
Metrikleri

4.7. Genel Degerlendirme

KHDAK hastalarinda 6liim durumunun siiflandirilmasinda farkli siniflayicilar ve
farkli topluluk 6grenme yontemleri uygulanarak en iyi performansi saglayan model
belirlenmesi saglanmistir. Genel degerlendirme Tablo 4.31°de belirtilmistir. Tabloda
random forest, SMO (Ardisik Minimal Optimizasyon), K-NN (K-En Yakin Komsu) ve
XGBoost (Asir1 Gradyan Artirma) siniflayicilarinin temel siniflayict performanslari,
bagging topluluk 6grenme yontemindeki performanslar: ve boosting topluluk 6grenme
yontemindeki performanslari degerlendirilmistir. Ayrica voting ve stacking topluluk
ogrenme yontemlerinde uygulanan Model 1 (random forest+SMO), Model 2
(XGBoost+K-NN), Model 3 (random forest+K-NN), Model 4 (XGBoost+SMO), Model
5 (SMO+K-NN+random forest), Model 6 (SMO+K-NN+XGBoost) ve Model 7
(SMO+K-NN+random forest+XGBoost)’nin farkli metriklerdeki performanslari ifade

edilmistir.
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Tablo 4.31. Genel Degerlendirme

Dogruluk  Duyarhilik  Ozgilluk  Kesinlik  AUC

Random
Forest 88.9 81.6 94.4 85.6 98.9
Temel SMO 91.5 89.5 93.4 91.9 96.9
Siniflayicilar  K-NN 59.8 54.8 63.8 54.7 84.6
XGBoost 975 97.1 97.8 97.6 98.6
Random
Bagging Forest 98.2 97.1 98.9 98.9 99.4
Topluluk SMO 94.0 90.9 96.7 95.9 98.0
Ogrenme K-NN 59.8 54.8 63.8 54.7 71.6
XGBoost 975 97.1 97.8 97.6 99.4
Random
Boosting Forest 98.1 97.1 98.9 98.6 99.8
Topluluk SMO 92.2 89.6 94.6 93.6 97.4
Ogrenme K-NN 59.8 54.8 63.8 4.7 84.6
XGBoost  98.2 97.1 98.9 98.9 99.8
Model 1 94.5 88.0 100.0 100.0 99.7
Model 2 78.4 53.4 98.9 96.7 98.4
Voting Model 3 78.4 53.4 98.9 97.5 98.6
Topluluk Model 4 93.9 88.0 98.9 98.8 99.7
Ogrenme Model 5 95.1 94.6 95.6 94.6 98.8
Model 6 95.7 94.6 96.7 96.1 98.1
Model 7 96.3 93.2 98.9 98.8 99.0
Model 1 94.6 93.4 95.6 95.0 97.5
Model 2 75.6 68.8 81.1 74.3 86.7
Stacking Model 3 59.8 54.8 63.8 54.7 75.7
Topluluk Model 4 96.4 95.9 96.7 96.5 96.2
Ogrenme Model 5 59.8 54.8 63.8 54.7 80.4
Model 6 75.6 68.8 81.1 74.3 89.0
Model 7 75.6 68.8 81.1 74.3 88.0

Genel degerlendirmeye gore dogruluk, duyarlilik, kesinlik, 6zgullik ve ROC
egrisi altinda kalan alan metriklerinde en yiiksek performansi boosting topluluk 6grenme
yontemi saglamistir. XGBoost ile en yiiksek smiflandirma performansini saglayan
boosting topluluk 6grenme yontemi 0.982 dogruluk degeri, 0.971 duyarlilik degeri, 0.989
kesinlik degeri, 0.989 6zgiilliik degeri ve 0.998 ROC egrisi altinda kalan alan degerlerini
elde etmistir. XGBoost siniflayicisinin  sfzde kodu (pseudo-code) sekil 4.15°de
belirtilmistir. Tim smiflayic1 ve topluluk yontemlerinin siiflandirma performanslari

Sekil 4.16’da ifade edilmistir.
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Input: X— Ozellik matrisi (N X p); Input: B— iterasyon sayisi
Input: y— ogrenme orani; Input: Y'— bir béliinme igin gerekli minimum kayip azaltma
Input: A— agirlik diizenleme parametresi; Input: d— maksimum agag derinligi
Input: s— siitunlarin alt drnek orant
Basla;
1: fo(x) = argy min X, L(y;,Y)
2:forb=1toB

- portak degiskenlerinin rastgele [sp/alt drneklemesi
- Maks. Derinlik d'nin alt orneklenmis ortak degiskenlerinden bir agag f},'si buyltmek igin bir
bélunme buima algoritmast kullanin
- N (yi,yl.(b‘” + fb(xi)) + \/T_b+ %Allwbllz(Notasyonel olarak, 37i(b), b'ninci yinelemede
v;'nin tahminini temsil eder. Th, b. agactaki yaprak sayisini temsil eder ve wy, b. agacindaki
yapraklarin agirliklarini temsil eder).
— hesapla l(yi_j/‘i(b) = yi}“/i(b) —log(1 + exp(ﬁi(b)))(TUrevIenebiIir disbiikey kayip iglevi

fonksiyonu).
3:9; = ¥5_. nf,(x;)(log-odds tahminleri)

Son.

Sekil 4.15. XGBoost Smiflayicisina Ait Pseudo Kodu

Tablo 4.32’de  KHDAK 6lim durumunun siiflandirilmasinda, bireysel
smiflandiricilarda en iyi sonucu veren XGBoost siniflandiricist ile topluluk 6grenme
yonteminde en iyi sonucu veren boosting algoritmasindaki XGBoost siniflandiricisina ait
degiskenlerin 6nem diizeyleri gosterilmistir. XGBoost temel siniflandiricisinda, GTV (%
29.5), CEA (% V10.4), WHOPS (% 10.0), yas (% 8.5) ve OPN (%?7.2) degiskenleri en
yiiksek onemi saglarken cinsiyet (% 0.0), lymphnodes (% 2.5) ve SIL2R (% 2.9) en diisiik
onemi saglayan degiskenler olmustur. Boosting topluluk 6grenme algoritmasindaki
XGBoost smiflandiricisnda, GTV (% 11.2), CEA (%6.2), WHOPS (% 5.2), Total Dose 2
(% 5.2) degiskenleri en yiliksek onemi saglarken cinsiyet (% 0.0), FEV1s% (% 2.0) ve

lymphnodes (% 2.1) en diisiik 6nemi saglayan degiskenler olmustur.
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Modellere Ait Degisken Onemlilikleri
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Sekil 4.16. Genel Performans Metrikleri Degerlend
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5. TARTISMA

Akciger kanseri en yaygin kanser tiirlerinden biridir ve akciger hiicrelerinin
anormallesmesi ile olusarak kontrol dis1 bitylimeye baslar (60). Kanser hiicreleri sayilari
arttik¢a bir tiimor olustururlar ve viicudun diger boliimlerine yayilirlar (61). KHDAK,
tiim akciger kanseri vakalarmin % 80'inden fazlasini olusturur (62). Ug ana tiirii bulunan
KHDAK’da, adenokarsinom genellikle akcigerin disinda goriilen ve mukus salgilayan
hiicrelerin erken formlarinda baslayan bir tiiriidiir. Diger bir tiirii olan skuamoz hicreli
karsinom, akciger kanserlerinin %25 ila 30’unu olusturur ve akcigerlerde hava yollarinin
icini Orten yassi hiicreler olan skuamoz hiicrelerin erken formlarinda gelisir. Blyulk
hicreli karsinom, akciger kanserlerinin %10 ila 15’ini olusturur ve akcigerlerin herhangi
bir boliimiinde olugabilir. Hizli biiyiime ve yayilma egilimindedir ve bu tedavisini gug
kilar. Biiyiik hiicreli karsinomlarin bir alt tiirii olan biiyiik hiicreli néroendokrin karsinom,
KHDAK’a benzer, hizli biiyiiyen bir kanserdir (61-63). Erken evre KHDAK'li hastalar
i¢in temel tedavi cerrahidir. Ileri vakalarda veya ameliyat olamayan hastalarda tedavi
yontemleri 151n tedavisi veya kemoterapidir (64). Akciger kanseri hastalarinin % 80'inden
fazlas1 uygulama sirasinda ameliyat edilemez. Tiim vakalar degerlendirildiginde 5 yillik
sagkalim % 10'dan azdir. Kanser hastalarin1 miimkiin oldugunca erken teshis etmek
yaygin olarak kabul edilen bir yaklasimdir. Daha erken evrede teshis edilen kanser
hastalarinda hayatta kalma ve iyilesme oranlar1 daha yiiksektir. Ancak Kanser
hastalarinda tan1 ve tedavide gecikmeler yaygindir. Bazi calismalar teshis ve tedavi
gecikmelerinin tiimor siddetini ve prognozunu etkileyebilecegini gosterirken, bazi
caligma tlimor evresi ile prognoz ve bu gecikmeler arasinda énemli bir iliski olmadigini

gOstermistir (62, 65).

Son yillarda, 6zellikle kanser hastaliklarinin erken tani ve tedavisinde makine
Ogrenimi ve yapay zeka yontemlerinin kullanilmasi genis bir uygulama alani haline
gelmistir. Makine 6grenimi ve yapay zeka yontemleri, 6zellikle kanser hastaliklarini
tahmin etmede siklikla kullanilarak yiiksek siniflama performansi saglamayi basarmistir
(66-69). Gunumuzde bircok saglik alaninda kullanilan bu yontemler, veri tabanlarinda

gizli kalmis Oriintiilerin otomatik olarak elde edilmesi ve veri analiz siirecinin
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verimliligine 6nem vermektedir (9).

Topluluk 6grenme yontemi, bir optimal tahmin modelini Gretmek icin birkag temel
modeli birlestiren algoritmadir ve smiflandiricilar araciligiyla egitim veri kiimesini
egitmek yerine birden ¢ok siniflandiriciyr modelleyerek verileri egitir (12, 15). Dogrulugu
artirtp varyansi azaltmak i¢in gelistirilen topluluk Ogrenme algoritmalari, ozellik
cikarimi, giliven tahmini, hata diizeltme, dengesiz veriler ve duragan olmayan
dagilimlarda sapmay1 Ogrenme gibi c¢esitli makine Ogrenme sistemlerinde basarili
sonuclar vermektedir. Topluluk 6grenme, ¢oklu modelleri birlestirme yontemidir ve tipik
olarak modelin kestirim performansin1 gelistirerek verilecek karara olan giliveni
artirmaktadir (16). Tahmindeki hata degeri azaldigindan, temel siniflandiriciya gore daha

yuksek performans elde edilebilir.

Bu ¢alismanin amaci, yapay zekaya dayali topluluk 6grenme yontemlerinin tipta
kullanilabilirligini  arastirilmak ve gelistirmektir. KHDAK 6lim durumunu
smiflandirmak i¢in ¢esitli klinik degiskenleri iceren veri seti kullanilarak, KHDAK
degiskeni; yanit/cikti/hedef ve veri setinde yer alan Olgiimler ile diger faktorler
aciklayici/tahminleyici/bagimsiz ~ degiskenler olmak {izere, topluluk G6grenme
yontemlerinin KHDAK 6liim durumu siniflama performans incelenecek ve en iyi model
belirlenecektir. KHDAK hastalarinda 6lim durumunun tahminine yonelik 4 temel
smiflandiric1 belirlenmistir. Bu smiflandiricilar, SMO, K-NN, Random Forest ve
XGBoost seklindedir. Bu siiflandiricilarin bireysel performanslarina bakilirken ayni
zamanda topluluk 6grenme modeline dahil edilerek topluluk 6grenme performanslar: da
incelenmistir. Temel siniflandiricilarda en yliksek performansi XGBoost siniflandiricisi
saglamistir. XGBoost siniflandiricisinin dogruluk degeri % 97.5 iken ROC egrisi altinda
kalan alan % 98.6 olarak clde edilmistir. Topluluk 6grenme yonteminde ise en yiiksek
performansi boosting topluluk 6grenme yonteminde XGBoost siniflandiricisi saglamistir.
Dogruluk degeri % 98.2 iken ROC egrisi altinda kalan alan % 99.8 olarak elde edilmistir.
Akciger kanseri hastaliklarinda smiflama performansina yonelik kullanilan benzer
makine ve yapay zeka 6grenme algoritmalar1 arastirilarak, bulgular degerlendirilmistir.
Aliferis ve arkadaslar1 dizi karsilastirmali genomik hibridizasyon kullanan akciger
kanseri hastalarinin  Siniflandirmasi i¢in makine Ogrenimi modelleri konulu
calismalarinda karar agaglari, K-NN, lineer SVM, polinomal SVM, kernel SVM ve yapay

sinir aglarindan yararlanmistir. Performans metriklerine gore en yliksek basariyr K-NN
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smiflayicist saglamistir (70). Nishio ve arkadaslart XGBoost ve Bayes optimizasyonu
kullanarak akciger nodiiliiniin bilgisayar destekli teshisi konulu ¢aligmalarinda SVM ve
XGBoost siniflandiricilarindan faydalanmislardir. Performans metriklerine goére en
yiiksek basarty1 XGBoost siniflandiricist saglamistir (71). Wu ve arkadaslar1 erken T Evre
KHDAK olan hastalarda lenf nodu metastazinin makine &grenimi algoritmalari ile
preoperatif tahmini konulu ¢alismalarinda adabosting, yapay sinir aglari, karar agaglari,
lojistik regresyon, random forest, multinominal naive bayes ( MNV) ve XGBoost
siniflayicilarindan yararlanmigtir. Performans metriklerine gore en yliksek basariyi
XGBoost smiflandiricist saglamistir (72). Bireysel siniflayict performanslarina iliskin
literatiirdeki benzer ¢alismalarda, XGBoost algoritmasi genelde en yiiksek performans
metriklerini sunarken, ¢alismamizda da benzer sekilde bireysel siniflandiricilarindan en
yiiksek basarityt XGBoost smiflayicist saglamistir. Boosting topluluk 6grenme
algoritmasinda XGBoost siniflandiricist en yiiksek performans metriklerine sahip

olurken, bireysel siniflandiricilarin performanslarindan daha iistiin bir basar1 géstermistir.

Topluluk 6grenme yoOntemlerinde basar1 iki temel kurgu iizerine dayanur.
Bunlardan birincisi, bireysel siniflandiricilarin performans basarisi ne kadar yiiksek
olursa topluluk 6grenme ydntemlerinin de basaris1 o kadar yiiksek olur. Ikincisi ise
bireysel siniflandiricilarin sonuglariin birbirinden farkli, ayrik olmasi (diversity) yine
topluluk 6grenme basarisini artirmaktadir. Topluluk 6grenme yontemlerinde genelde
dogru siniflandiricilar ve birlestirme teknikleri kullanildiginda ¢ok basarili sonuglar
vermektedir. Safiyari ve arkadaslar1 topluluk 6grenme yontemleri ile akciger kanserinden
sagkalim’1 tahmin etme konulu ¢alismalarinda, RIPPER (Repeated Incremental Pruning
to Produce Error Reduction), DS (Decision Stamp), CART, C4.5, SMO, lojistik
regresyon, NB ve random forest temel siniflandiricilarini bagging, dagging, adaboost,
multiboosting ve random subspace gibi 5 adet topluluk 6grenme algoritmalarinda
kullanmiglardir. Temel siniflandiricilarin performansini artirmada ve sagkalim tahmin
sonuglarinda en iyi performans metrigini adaboost topluluk o6grenme algoritmasi
saglarken, en diisiik performans metrigini random subspace algoritmasi saglamistir (35).
Faisal ve arkadaglari, akciger kanserinin erken evre tahmini i¢in makine Ogrenimi
smiflandiricilart ve topluluklarinin degerlendirmesi konulu ¢alismalarinda, gradyan
destekli agac (GBT), SVM, C4.5, karar agaclari, cok katmanl perceptron (MLP) ve NB
dahil olmak tizere bir dizi siniflandirici performanslari ve ayrica random forest (bagging)

ve Majority Voting gibi taninmis topluluklarla da karsilastirilmistir. Performans
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degerlendirmelerine gore, GBT’nin diger tim bireysel ve topluluk siniflandiricilarindan
daha iyi performans gosterdigi goriilmiistiir (36). Topluluk 6grenme smiflayici
performanslarina iligkin literatiirdeki benzer ¢alismalarda, boosting algoritmasi genelde
en yiiksek performans metriklerini sunarken, calismamizda da benzer sekilde topluluk
siiflandiricilarindan en yiliksek basariyr boosting algoritmasinda XGBoost siniflayicisi

saglamigtir.

KHDAK vakalarinda topluluk 6grenme yontemine gore siniflandirma ve tahmin
arastirmalarinin yeterli diizeyde olmadigi goriilmektedir. Ozellikle cok yaygin olarak
gorilen bu kanser tirlinde topluluk 6grenme yontemlerinin kullanilmasi, veri setlerinin
cok sayida degiskeni icermesi ve ¢ok sayida ornek ile egitim veri setindeki Oriintiiniin
Ogrenebilmesi sayesinde yliksek siniflandirma performansi saglayacaktir. Calismanin
temel amaci olan KHDAK hastalarindaki 6liim durumunun topluluk yontemlerine gore
siniflandirilmasi basarili bir sekilde tahmin edilmistir. Topluluk yontemlerinde kullanilan
temel siiflandiricilardan SMO ve K-NN simiflandiricilarinin XGBoost ve random forest
siiflandiricilarina gére daha diisiik siniflandirma performans: saglarken, birden fazla
model olusturularak karsilagtirma imkani veren voting ve stacking gibi yiiksek
performans saglayan algoritmalarin beklenen sonucu vermedigi goriilmektedir. Bunun
birinci sebebi, olusturulan modellerin hepsinde diisiik performans saglayan temel
siiflandiricilarin yer almasi ve ikinci sebep olarak bagging ve boosting topluluk 6grenme
algoritmalarinin random forest ve XGBoost temel siniflandiricilarinin performansini ¢ok
basarili bir sekilde artirmasindan kaynaklanmaktadir. Bundan sonra yapilacak benzer
caligmalarda, sadece en yiiksek bireysel basariy1 gosteren siiflayicilardan olusturulacak
modelin de voting ve stacking topluluk Ogrenme algoritmalarina dahil edilmesi
neticesinde siniflandirma performans: karsilastirilabilecektir. Bu ¢aligmada, KHDAK
hastalarinda 6liim durumunun siniflandirilmasinda gii¢lii bir topluluk 6grenme yontemi
olusturulmustur. Bu yontem, boosting topluluk Ogrenme algoritmasinda XGBoost
siniflandiricis1 tarafindan  saglanmistir.  Ozellikle birden fazla topluluk 6grenme
algoritmalarimin ayn1 ¢calismada kullanildig1 ve performans metriklerinin karsilastirildig
arastirmalar literatiirde ¢ok fazla bulunmamaktadir. Yapilan ¢calismanin stacking gibi yeni
topluluk 6grenme algoritmalar1 kullanilarak performans 6lgiimlerinin degerlendirilmesi
ve ayni1 zamanda bireysel siniflandiricilarin se¢imi ve siniflandirma performanslarinin
diisik olmasmin topluluk 6grenme yontemlerinin performansini olumsuz yonde

etkilediginin goriilmesi agisindan da 6nemli bir calismadir.
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6. SONUC VE ONERILER

Calismada, topluluk 6grenme yontemleri kullanilarak KDHAK hastalar1 6liim
durumu tahmin edilmistir. Modelde bagging topluluk 6grenme yontemi, boosting
topluluk 6grenme yontemi, voting topluluk 6grenme yontemi ve stacking topluluk
O0grenme yonteminin yanisira random forest, SMO, K-NN ve XGBoost gibi temel
siniflayicilarin performanslari1 da degerlendirilmistir. Topluluk yontemi ve siniflayicilarin
performanslar1 dogruluk, duyarlilik, kesinlik, 6zgiilliik ve ROC egrisi altinda kalan alan

metriklerinde degerlendirilmistir.

En yiiksek siniflandirma performansini boosting topluluk 6grenme XGBoost
smiflandiricisi saglamistir. Boosting topluluk 6grenme yontemi KHDAK hastalart 6lim
durumunu basarili bir sekilde tahmin etmistir. Boosting topluluk 6grenme yontemi ile
smiflandirmada % 98.2 dogruluk, % 99.8 oraninda da ROC egrisi altinda kalan alan
degerleri ele edilmistir. Topluluk 6grenme yontemleri KHDAK hastalar1 6liim durumunu
tahmin etmede temel simiflayicilara gore daha yiiksek performans elde etmektedir.
Boosting topluluk 6grenme yontemleri, bagging, stacking ve voting topluluk 6grenme

yontemlerinden daha yiiksek siniflandirma performansi saglamistir.

Temel siniflandiricilara gore topluluk 6grenme siniflandiricilart KHDAK 61im
durumunu smiflandirmada daha iyi sonuglar vermistir. Boosting topluluk 6grenme
yontemi en iyi siiflandirici performansi saglarken, bagging topluluk 6grenme yontemi
de basarili sonuglar vermistir. Ozellikle bagging topluluk 6grenme algoritmasinda

random forest siniflandiricist da yiiksek performans metrigi saglamistir.

Prevelansi yiiksek kanser hastaliklilarinda, siniflandirma problemleri i¢in topluluk
O0grenme yoOntemlerinin kullanilmasi basarili sonuglarin elde edilmesi agisindan
onerilmektedir. Ozellikle bireysel simiflandiricilarin dogru bir sekilde segilmesi ile

stacking gibi yeni topluluk 6grenme yontemlerinin daha basarili olacagi 6nerilmektedir.
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